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Resumo

Nos ultimos anos tem aumentado a quantidade de pesquisadores e pesquisas cientificas na
plantacdo, producéo e valor de soja no Brasil, em gréo. Diante disso, a presente dissertacdo
busca analisar os dados e ajustar modelos que expliquem, de forma satisfatoria, a variabilidade
observada da quantidade produzida e valor da produgéo de soja em gréo no Brasil, no campo do
estudo. Para o desenvolvimento dessas analises € utilizada a inferéncia classica e bayesiana,
no contexto de equagdes simultaneas através da ferramenta de minimos quadrados em dois
estagios. Na inferéncia classica utiliza-se o estimador de minimos quadrados em dois esta-
gios. Na inferéncia bayesiana trabalhou-se o método de Monte Carlo via Cadeia de Markov com
os algoritmos de Gibbs e Metropolis-Hastings por meio da técnica de equacdes simultaneas.
No estudo, consideram-se as variaveis area colhida, quantidade produzida, valor da produgéo
e produto interno bruto, no qual ajustou-se 0 modelo com a variavel resposta quantidade pro-
duzida e depois a variavel resposta valor da producéao para finalmente fazer as correcoes e obter
o resultado final, no método classico e bayesiano. Através, dos desvios padrdo, estatistica do
teste-, critérios de informacdo Akaike e Schwarz normalizados destaca-se a boa aplicagao do
método de Monte Carlo via Cadeia de Markov pelo algoritmo de Gibbs, também é um método
eficiente na modelagem e de facil implementacdo nos softwares estatisticos R & WinBUGS, pois
ja existem bibliotecas prontas para compilar o método. Portanto, sugere-se trabalhar o método
de Monte Carlo via cadeia de Markov através do método de Gibbs para estimar a produgao de

soja em grao, no Brasil.

Palavras-chave: Producdo de soja em grdo; modelos de equagbes simultdneas; Monte Carlo

via Cadeia de Markov; algoritmo de Gibbs; algoritmo de Metropolis-Hastings.



Abstract

The last years has increased the quantity of researchers and search scientific in the plantation,
production and value of the soybeans in the Brazil, in grain. In front of this, the present dis-
sertation looks for to analyze the data and estimate models that explain, of satisfactory form,
the variability observed of the quantity produced and value of the production of soya in grain in
the Brazil, in the field of the study. For the development of these analyses is used the classical
and Bayesian inference, in the context of simultaneous equations by the tools of indirect square
minimum in two practices. In the classical inference uses the estimator of square minima in two
practices. In the Bayesian inference worked the method of Mountain Carlo via Chain of Markov
with the algorithms of Gibbs and Metropolis-Hastings by means of the technician of simultane-
ous equations. In the study, consider the variable area harvested, quantity produced, value of
the production and gross inner product, in which it adjusted the model with the variable answer
quantity produced and afterwards the another variable answer value of the production for finally
do the corrections and obtain the final result, in the classical and Bayesian method. Through of
the detours normalized, statistics of the proof-, criteria of information Akaike and Schwarz nor-
malized stands out the good application of the method of Mountain Carlo via Chain of Markov by
the algorithm of Gibbs, also is an efficient method in the modelado and of easy implementation
in the statistical softwares R & WinBUGS, as they already exist smart libraries to compile the
method. Therefore, it suggests work the method of Mountain Carlo via chain of Markov through

the method of Gibbs to estimate the production of soya in grain.

Key words: Production of soybean in grain; models of simultaneous equations; Mountain Carlo

via Chain of Markov; algorithm of Gibbs; algorithm of Metropolis-Hastings.



Resumen

Los ultimos anos ha aumentado la cantidad de investigadores y pesquisas cientificas en la
plantacion, produccion y valor de la soja en el Brasil, en grano. Delante de eso, la presente
dissertacdo busca analizar los datos y estimar modelos que expliquen, de forma satisfactoria,
la variabilidade observada de la cantidad producida y valor de la produccion de soja en grano
en el Brasil, en el campo del estudio. Para el desarrollo de esos analisis es utilizada la infe-
rencia clasica y Bayesiana, en el contexto de ecuaciones simultdneas por las herramientas de
minimos cuadrados en dos practicas. En la inferencia clasica se utiliza el estimador de minimos
cuadrados en dos practicas. En la inferencia Bayesiana se trabajé el método de Monte Carlo via
Cadena de Markov con los algoritmos de Gibbs y Metropolis-Hastings por medio de la técnica
de ecuaciones simultaneas. En el estudio, se consideran las variables area cosechada, canti-
dad producida, valor de la produccién y producto interior bruto, en el cual se ajusté el modelo
con la variable respuesta cantidad producida y después la otra variable respuesta valor de la
produccion para finalmente hacer las correcciones y obtener el resultado final, en el método
clasico y bayesiano. A través, de los desvios normalizados, estadistica de la prueba-t, criterios
de informacion Akaike y Schwarz normalizados se destaca la buena aplicacion del método de
Monte Carlo via Cadena de Markov por el algoritmo de Gibbs, también es un método eficiente
en el modelado y de facil implementacion en los softwares estadisticos R & WinBUGS, pues ya
existen bibliotecas listas para compilar el método. Por lo tanto, se sugiere trabajar el método de
Monte Carlo via cadena de Markov a través del método de Gibbs para estimar la produccion de

soja en grano.

Palabras clave: Produccién de soja en grano; modelos de ecuaciones simultaneas; Monte

Carlo via Cadena de Markov; algoritmo de Gibbs; algoritmo de Metropolis-Hastings.
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1 Introducao

1.1 Preambulo

Com o surgimento da informatica no final do século XX a estatistica se desenvolveu vas-
tamente na programagado e em especial na simulagdo de Monte Carlo via cadeia de Markov
através de varios algoritmos. Entre esses algoritmos destacam-se os métodos de Gibbs sam-
pling e Metropolis-Hastings, em que trabalha com distribuicbes condicionais complicadas na

inferéncia bayesiana.

Na literatura estatistica, se relata sobre a regressao classica por meio do estimador de
minimos quadrados ordinarios, no qual se emprega o modelo de uma variavel resposta e uma
ou mais varidveis explicativas. Contudo, nem sempre isso acontece, em algumas situacdes
existem mais de uma variavel resposta no modelo a ser estimado, e essa situagcdo denomina-se
de equacodes simultdneas. Os conceitos basicos do modelo de equacdes simultdneas podem
ser introduzidos de um modo didatico através de um exemplo real ou um caso particular e
em seguida generalizar. Portanto, como no mundo académico das ciéncias exatas e agrarias
nao foi explorado o método de Monte Carlo via cadeia de Markov no contexto de equacbes
simultaneas, acredita-se que a exploragdo desse método trara um ganho na pesquisa cientifica
e uma outra alternativa para modelagem de equagdes simultaneas utilizando o MCMC via Gibbs

e Metropolis-Hastings, com referéncia no estimador de minimos quadrados ordinarios.

1.2 Método analitico

O estudo foi realizado em trés métodos distintos, obtendo duas modelagens em cada
condicéo (veja Fig. [1). Na primeira situagédo utilizou-se a aplicagdo de modelos de equagdes
simultdneas pelo método de minimos quadrados em dois estagios. Sendo que na primeira
modelagem a variavel dependente foi quantidade produzida e as variaveis independentes foram
area colhida e produto interno bruto. Na segunda modelagem estimou-se o primeiro modelo

para compor a variavel independente e valor da produgéo entrou como variavel dependente.



Dentro do contexto de MQ2E aplicaram-se os métodos classico e bayesiano. Na metodolo-
gia classica utilizaram-se duas sucessivas modelagens de MQO (vide Baltagi, 2005 & 2008;
Magnus & Neudecker, 2007; Guijarati, 2006; Madalla,1992). Na abordagem bayesiana foram
aplicados dois tipos de modelagens: o Monte Carlo via Cadeia de Markov através do método de
Gibbs sample e 0 MCMC por meio do método de Metropolis-Hastings, ambos com aplicacao do
modelo de regresséo linear. Na modelagem bayesiana utilizaram-se as prioris Gama e Normal,
como os resultados foram semelhantes permaneceu-se com a priori Normal de média 0 (zero)

e desvio padréo 0,01.

(Equa@ées Simulténeas)

|

((Método de MQ2E)

Classico Bayesiano )

- ((MCMC )

(Metropolis-Hastings )

CModeIo e distribuigé@ CModeIo e distribuigé@
Normal Normal J

Figura 1: Estrutura do método analitico

1.3 Critérios para dados simulados

ApoOs ter ajustado o modelo de regressao classico, por meio do método de equacdes si-
multdneas usando a técnica de MQ2E, fez-se a aplicagdo do método de Monte Carlo via Cadeia
de Markov através do método de Gibbs e Metropolis-Hastings. Nas duas modelagens dos
métodos, utilizaram-se a priori Normal com média 0 (zero) e desvio padrdo 0,01 e na precisao
aplicou-se a distribuicdo Gama com o parametro de forma e escala 0, 10. O algoritmo de Gibbs
foi implementado no WinBUGS (Bayesian inference Using Gibbs Sampling of windows) dentro da
plataforma computacional R utilizando o pacote R2WinBUGS para gerar as cadeias de Markov
dos parametros, veja Gelman et al. (2005). Para o método de Metropolis-Hastings construi-
se 0 algoritmo no software estatistico R. Nesse estudo também aplicou-se a priori Gama com
parametro de forma e escala 0,01, contudo o resultado ficou semelhante a priori Normal com

0s parametros acima. Portanto, optou-se a permanecer com a priori Normal.



Inicialmente realizou-se uma amostra piloto de tamanho 10.000. Depois, pelo diagndstico
de convergéncia de Geweke (1992), Heidelberger & Welch (1983) e Raftery & Lewis (1992B),
sugeriu-se fixar 5.000 iteracdes e descartar “Burn-in” as 100 (cem) primeiras observacoes to-
talizando um tamanho de 4.900 observag¢des para se ter um bom ajuste e retirar o efeito dos
primeiros valores. Chama-se atencédo do segundo método, o Metropolis-Hastings, em que no
diagnéstico de Geweke os resultados nao ficaram no padrao recomendado, causando assim um
processo razoavel. Essas aplicagdes do diagndstico de convergéncia e os graficos realizado ao
longo da dissertacdo foram através do pacote coda dentro do MCMCpack do software R (veja
Martin & Quinn, 2010 e Plummer et al., 2010).

1.4 Suporte computacional

Utilizaram-se dois softwares estatisticos: o primeiro WinBUGS versado 1.4.3 e 0 segundo o
R com pacotes MCMCpack, coda e R2WinBUGS. O software WinBUGS foi utilizado para simular
os dados do método de Gibbs sample para plataforma Windows. Para o modelo classico, o
algoritmo de Metropolis-Hastings, construgdes graficas, andlise de regressao (estimagao de pa-
rametros, testes de hipéteses, intervalos de confianga, entre outras andlises) foram produzidas

no ambiente de programacao R, utilizando a versao 2.12.2 para a plataforma Windows.

Um dos maiores obstaculos na inferéncia bayesiana tem sido a complexidade da implemen-
tacdo de simulagdes ou em situacbes praticas. Assim, tem-se como exemplo a especificacdo
da distribuicdo a priori € a convergéncia da posteriori. Entao, para trabalhar esses aspectos
goza-se do sistema computacional dotado de boa capacidade para simular ou aplicar a ferra-
menta de MCMC via Gibbs ou MH. Essa ferramenta é o software WinBUGS, versao em ambiente
Windows do pacote Bugs “Bayesian Using Gibbs Sampling”, implementado por Thomas et al.
(1992) no qual produz um conjunto de procedimentos que permite a especificacdo de diferen-
tes tipos de modelos e estima seus parametros via MCMC com algoritmos de Gibbs ou de

Metropolis-Hastings, segundo Gamerman (1997)

A plataforma @@ foi criada por Ross lhaka & Robert Gentleman (veja Venables et al., 2009)
na Universidade de Auckland na Austria com o objetivo de produzir um ambiente de progra-
macao semelhante ao S, uma linguagem desenvolvida no AT & T Bell Laboratories, cuja verséo
comercial é o S-P1us, tendo as vantagens de ser de livre distribuicdo e de possuir codigo fonte
aberto. O R € um ambiente integrado que possui grandes facilidades para manipulagao de da-
dos, geracao de gréaficos e modelagem estatistica em geral. A linguagem e seus pacotes podem

ser obtidos gratuitamente no enderego http://www.r-project.org.

! Para conceitos, materiais ou download do software consulte Lunn et al. (2000).



Dentro da plataforma R utilizou-se o pacote MCMCpack (Markov Chain Monte Carlo package)
e coda que contém fungdes para utilizacdo da inferéncia bayesiana (construcoes de graficos
e diagnoésticos de convergéncia) usando simulagao a posteriori para um nimero de modelos
estatisticos (veja Martin & Quinn, 2010 e Plummer et al., 2010). Outro pacote utilizado foi o
R2WinBUGS, que fez a ligacdo do R com o WinBUGS, isto €, simulou os dados no WinBUGS e

imprimiu os resultados no R.

Na parte final do suporte computacional cita-se o sistema tipografico IATEX, em que foi uti-
lizado como editor de texto da presente dissertacdo. A tipografia IATEX foi desenvolvida por
Leslie Lamport na década de 1980, no qual consiste em uma série de macros ou rotinas do sis-
tema TgX, criado por Donald Knuth na Universidade de Stanford, que facilita o desenvolvimento
da edigao do texto. Uma implementacdo IATEX para a plataforma Windows (MikTeX) encontra-
se disponivel em http://www.miktex.org. Informacdes sobre o sistema de tipografia IATEX
podem ser encontrados em Lamport (1994), Mittelbach et al. (2004) e também através do sitio

http://www.tex.ac.uk/CTAN/latex.

1.5 Objetivos do estudo

Nesse novo século XXI a soja tem se mostrado popular no mundo e em particular no Brasil,
por meio de seus derivados como a torta, bolo, brigadeiros e outros. Entao, os pesquisadores,
com énfase na empresa EMBRAPA, trabalham fortemente nas pesquisas sobre o produto, a
producgdo, o valor da produgdo, o ganho com a exportacao, os efeitos do produto no mercado
nacional e internacional. Com isso, os cientistas procuram a melhor técnica para responder
de forma precisa e simpléria esses aspectos, e em particular a precisdo do ajuste do mo-
delo, através das ferramentas de minimos quadrados em dois estagios. Por isso, essa disser-
tacao pretende alcancar dois objetivos: o primeiro corresponde a detalhes metodolégicos, onde
pretende descrever o método de Monte Carlo via cadeia de Markov por meio dos algoritmos
de Gibss e Metropolis-Hastings, através da técnica de equagdes simultdneas, obtendo como
destaque os aspectos de inferéncia, diagnostico de convergéncia e graficos de convergéncia
com respeito a regressao; o segundo é de forma empirica, em outras palavras, trata-se da apli-
cagao da técnica de MCMC via Gibbs e MH para modelagem da equagao do valor da produgéao
de soja em grao no Brasil e a0 mesmo tempo verificar quais desses dois métodos sdo mais
eficientes para modelagem bayesiana. Os resultados obtidos via MCMC serdo comparados
com os ajustes realizados pela metodologia classica. No geral, o que se busca nessa tarefa
€ melhorar a precisao da estimacao do valor da producao de soja de forma simples e de facil

aplicacao, também explorar a ferramenta de equagbes simultdneas na inferéncia bayesiana.



1.6 O que ha nesta dissertacao?

Este estudo é composto de 7 (sete) capitulos. O primeiro capitulo cita-se a breve parte
histérica do método de MCMC, depois relata-se a equacao simultdnea com conceitos basicos e
a importancia do estudo dessa ferramenta. Em seguida, a metodologia trabalhada, os critérios

para dados simulados, o suporte computacional e os objetivos do estudo.

O Capitulo 2, relata uma breve revisdo de literatura enfatizando a técnica de equacoes
simultaneas e o método de Monte Carlo via cadeia de Markov. Na equagao simultanea busca-
se uma das primeiras e Ultimas publicagbes, em livros e artigos, utilizando a ferramenta de
minimos quadrados em dois estagios. No método de MCMC destaca-se um dos primeiros e

ultimos artigos e livros, salientando os algoritmos de Gibbs e Metropolis-Hastings.

O Capitulo 3 e 4, descrevem-se a inferéncia classica, bayesiana, o modelo de equacdes
simultaneas, especificacdo do modelo € o teste de simultaneidade ou teste de Hausman. No
modelo de equagbes simultaneas destaca-se a técnica de MQ2E, discorre-se analiticamente

esse método.

O Capitulo 5, apresenta-se 0 método de Monte Carlo via cadeia de Markov por meio dos
algoritmos de Gibbs e Metropolis-Hastings. Nos algoritmos, foi citado o histérico, discorrido o
passo-a-passo e exemplos ilustrativos. Depois, descrevem-se os diagnésticos de convergéncias

e os graficos de convergéncias.

O Capitulo 6, encontram-se a histéria e producao da soja no Brasil e exterior. A aplicacédo
em dados reais da quantidade produzida e valor da soja, no Brasil, entre os anos de 1994 e
2009 (dados em anos). Nisso, visa a estimagao das equacgdes simultaneas pelo estimador de
MQ2E no contexto classico e bayesiano. Também, verificar qual o0 método que melhor ajusta a

técnica de equacdes simultaneas.

Para finalizar a dissertacao, no Capitulo 7 sdo apresentadas as consideracoes finais, co-
mentarios e sugestoes para futuras pesquisas. Da mesma forma, se o pesquisador quiser um

estudo resumido sobre esta dissertacdo consulte o artigo do Filho et al. (2011).



2 Revisao de Literatura

Serd mostrado nesse capitulo uma breve revisdo de literatura da aplicacdo de modelos
de equacgdes simultineas por meio da técnica de minimos quadrados em dois estagios. Em
seguida, o método de Monte Carlo via Cadeia de Markov através dos algoritmos de Gibbs e

Metropolis-Hastings.

2.1 Modelos de equacoes simultianeas

A técnica de equagdes simultaneas é frequentemente utilizada na area da economia, por
exemplo, o estudo de elasticidade da demanda e choques na oferta. Também, nas ciéncias

agrarias, como a producao de soja, mandioca, madeira e desmatamento da Amazdnia.

Liu (1983), estimou a elasticidade das variaveis preco e pre¢o cruzado da demanda por
gas natural, dos setores residencial, comercial e industrial nos Estados Unidos e suas regides
geograficas (definidas pelo Departamento de Energia - DoE). Esse estudo foi realizado com
dados no periodo de 1967 a 1978, com o uso da variavel dummy para a crise do petroleo
de 1973. Aplicou-se nesse estudo os métodos de minimos quadrados ordinarios € minimos
quadrados em dois estagios, considerando as variaveis independentes a renda e o prego do

petroleo.

Através de Epple & Mccallum (2006), foi apresentado a primeira aplicacao, com dados reais
sobre oferta e demanda da ferramenta de modelos de equacdes simultaneas, com o sugestivo
titulo “Simultaneous Equation Econometrics: The Missing Example”. Realizou-se nesse trabalho
as expressodes de oferta e demanda separadamente por MQO, obtendo como objetivo principal
a melhor especificagdo para as equagdes do Modelo de Equagbes Simultdneas. Logo apés,
estimou-se o sistema de equacdes em MQ2E realizando-se analises graficas e plotando as

curvas de oferta-demanda de curto-longo prazos.

Como consequéncia, os autores desenvolveram um exemplo, segundo eles “trivial, mas

satisfatério”, sobre a oferta e demanda de frango nos Estados Unidos da América. Nessa apli-



cagao utilizaram-se dados anuais de 1960 a 1999 e obtiveram resultados, a partir da estimacao

das equacgoes simultdneas, melhores do que o estimador de minimos quadrados ordinarios.

Também, Soares et al. (2004) estudaram o mercado de carvao vegetal no Brasil no periodo
de 1974 a 2000. Depois da analise realizada, concluiram que o método MQ2E é melhor do que
o MQQO, e portanto, chega-se a considerar que a taxa de cambio e a taxa de juros interferem no

equilibrio entre oferta e demanda por carvao.

No artigo de Vicente (1994), aplica-se o sistema de equagdes simultaneas nas equagoes
de oferta e demanda de carnes bovina, suina, de aves e ovos no Brasil para o periodo 1970-
90. O estudo foi realizado por meio dos estimadores minimos quadrados ordinarios, variaveis
instrumentais, minimos quadrados em dois estagios e minimos quadrados em trés estagios;

obtendo como melhor resultado o ultimo processo de estimacao.

No artigo do Braga & Gomes (2008), estimou-se os principais determinantes da Produtivi-
dade Total dos Fatores (PTF) da Amazénia legal, no periodo de 1990 a 2004. Utilizaram-se o
estimador de MQ2E e o método dos momentos generalizados, nos quais os fatores escolari-
dade, infra-estrutura e 0 numero de novas cooperativas sao determinantes para elevar o nivel

do progresso tecnoldgico na Amazénia legal.

Por dltimo, tem-se os livros textos de econometria do Gujarati (2006), Madalla (1992) e
Baltagi (2008), que descreve a técnica de equagdes simultineas na teoria e pratica. Em que
se teve como base para escrita da dissertacao, tanto na parte teérica como na parte pratica do

contexto de equacgdes simultaneas.

2.2 Monte Carlo via Cadeia de Markov

A ferramenta MCMC é sempre encontrada em livros textos, artigos e trabalhos cientificos.
Nos livros textos tem-se o volume do professor Paulino et al. (2003); Dimove (2008); Kalos
& Whitlock (2004); Ntzoufras (2009); Andrade & Kinas (2010). Alguns dos principais artigos e

trabalhos cientificos serdo descritos a seguir.

Um dos primeiros artigos com o desenvolvimento da técnica de Metropolis-Hastings foi em
197(ﬂ Também, tem-se o artigo detalhado por Chib & Greenberg (1995), que demostraram o al-
goritmo e fizeram uma aplicagdo com a normal bivariada. Depois, foram desenvolvidos varios ar-
tigos fazendo aplicacdes da ferramenta MH, e um deles, é o artigo do Brooks & Roberts (1997),

que utilizaram-se das técnicas de diagnéstico de convergéncia MCMC e revisaram varios méto-

Para mais detalhes sobre a técnica consulte as referéncias, Hastings (1970).



dos de MCMC propostos na literatura. Da mesma forma, compararam os métodos em termos

de interpretacéo e aplicabilidade.

Flury & Shephard (2008) mostraram a aplicacdo de quatro modelos: o primeiro modelo é
um padré@o probit transversal; o segundo modelo € um padrédo de modelo linear de Gauss; o
terceiro € um modelo de volatilidade estocastica simples e o quarto € um modelo de equilibrio
geral estocastico. Dos quatro modelos, o ultimo € o mais interessante, visto que mostra o poder

Unico de combinar o filtro de particulas com o algoritmo de Metroplis-Hastings.

Com o desenvolvimento computacional aliado ao uso do método de Monte Carlo via Cadeia
de Markov, tornaram-se as ferramentas bayesianas mais acessiveis. Um dos tépicos mais ativos
em estatistica computacional é a inferéncia bayesiana, por meio de simulacao iterativa, apli-
cando, o amostrador de Gibbs e o algoritmo de Metroplis—HastingsE] Devido a disponibilidade
de computadores de alta velocidade, na segunda metade do século XX, as ferramentas tiveram
um grande avanco na sociedade facilitando a aplicacao dos algoritmos de Gibbs e Metroplis-
Hastings, em dados reais. A esséncia da simulacao iterativa é gerar valores de uma variavel
aleatdria, utilizando uma sequéncia de distribuicdes que convergem iterativamente para a dis-

tribuicao de origem (Leandro, 2001).

Ajustou-se 0 modelo Gama, da familia exponencial com fungéo de ligacao poténcia, a dados
de medidas de comprimento e peso de peixes da espécie Trachydoras paraguayensis, no artigo
do Guedes et al. (2007). Assim, para obter as estimativas do modelo utilizou-se o método
classico de maxima verossimilhanga e o método bayesiano MCMC por meio dos algoritmos
Gibbs e MH. Os resultados classicos e bayesianos foram semelhantes, mas o parametro de
dispersao foi inferior ao obtido pela a estimativa classica, além de fornecer um erro padrao

muito baixo (30% menor).

Por fim, o artigo dos autores Carlin & Cowles (1996) que descreve 13 tipos de algoritmos
de convergéncia e em seguida verifica se podem falhar em alguma determinada situagéoE] Se-
gundo esse artigo quaisquer desses métodos pode falhar em algum determinado momento.
Portanto, recomenda-se uma combinagédo de estratégias para avaliar e acelerar o MCMC, in-
cluindo a aplicacdo de procedimentos de diagnéstico para um pequeno nimero de cadeias

paralelas, autocorrelacdes e correlagdes cruzadas.

A dissertacao de Mayrink (2006), tem-se como objetivo principal avaliar a influéncia de vizi-

2Caso queiram se aprofundar no assunto recomendam-se os artigos Hastings (1970), Gilks et al. (1996),
Gamerman (1997), Casella & Robert (1999), Chen & Ibrahim (2000).

30s 13 tipos de algoritmos sdo: Gelman & Rubin (1992); Raftery & Lewis (1992); Garren & Smith (1993);
Geweke (1992); Johnson (1994); Liu, Liu & Rubin (1992); Mykland, Tiermey & Yu (1995); Ritter & Tanner (1992);
Roberts (1992-1994); Yu (1994); Yu & Mykland (1994); Zellner & Min (1995); Heidelberg & Welch (1983).



nhanca através dos resultados adquirido pela simulagcao de Monte Carlo via Cadeia de Markov

por meio dos algoritmos Gibbs e Metropolis-Hastings.

Constantemente, utiliza-se na area médica, estudos com modelos de respostas dicotdmicas
ou transformadas em binarias. Rossi & Zellner (1984), analisaram modelos de resposta quanto
ao ponto de vista bayesiano, usando distribuicdo prioris informativa. Também, o Ming-Hui &
Qi-Man (2000) investigaram a propriedade da distribuicdo a posteriori para modelo de resposta

dicotdbmica, usando uma distribuicao priori para os parametros da regressao.
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3 Inferéncia classica e bayesiana

3.1 Introducao

A inferéncia classica e bayesiana usa aspectos do método cientifico, isto é, o método cien-
tifico envolve a coleta de evidéncias para confrontar com hip6teses formuladas anteriormente.
Essa comparagéao possibilitara averiguar se ha consisténcia ou inconsisténcia com as hipoteses
inicialmente estabelecidas. Nesse contexto, a inferéncia bayesiana pode ser utilizada para di-
ferenciar hipoteses objetivando estudar uma certa populagéo através de evidéncias fornecidas
por uma amostra. Assim, pode-se perceber que o proprio entendimento sobre 0 método cien-
tifico tem uma légica e estrutura bayesiana, em outras palavras, é essencialmente bayesiano
quando relata e destaca hipéteses para verificar experimentalmente e reassentar as crencas
iniciais com base na énfase empirica. Portanto, os resultados experimentais devem ser vis-
tos como algo que mude a sua credibilidade em uma determinada hip6tese e ndo como uma
maneira de chegar a uma verdade absoluta propriamente dita. Entretanto, os criticos da abor-
dagem bayesiana dizem que este método de inferéncia pode ser tendencioso devido a inclusao
da crenca do pesquisador (probabilidades a priori) nos célculos subsequentes, mesmo antes

que qualquer evidéncia tenha sido adquirida (veja Vasconcelos, 2007).

O bayesianismo tem duas importantes bases no estudo de conhecimento € em varios ramos
da sociedade. O primeiro € a versao do universo com base em graus de crenga ou credibili-
dades, em vez do tudo ou nada. O segundo é uma regra matematica que explicita como se
devem mudar suas crencas a luz de novos dados empiricos. A partir desses dois pilares pode-

se deduzir uma série de implicacdes filoséficas do bayesianismo.

A primeira abordagem é a crenca de cada um na experiéncia empirica, em que, compa-
rando com a experiéncia do aprendizado produz algo denominado de “Inteligéncia Artificial”.
Em Pena (2006), ha um relato sobre uma teoria de aprendizado em inteligéncia artificial deno-
minado “Aprendizado Bayesiano”. Por exemplo, os softwares livres e privados de grande porte
baseiam-se em principios bayesianos, programas que bloqueiam mensagens inadequadas nas

caixas de correios eletrénicos e também a detecgao de cancer de mama.
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A segunda abordagem foi elaborada ha aproximadamente dois mil anos pelo filésofo grego
Aristételes (384-322, a.C.), que elaborou uma estrutura logica para verificar a racionalidade hu-
mana. Nesse relato chegou-se a seguinte conclusao: a légica baseia-se em ideias que incluem
duas suposicdes e nada mais. As tais suposi¢cbes sado falso ou verdade. No artigo do Alder
(2005), conclui-se que Thomas Bayes leva a uma generalizagdo da légica Aristoteliana, em ou-
tras palavras, sair do raciocinio discreto, do tudo ou nada, para o raciocinio continuo, no qual

fatos novos relevantes alteram o valor verdade ou credibilidade sobre um determinado fato.

Em geral, a inferéncia classica é uma area que apresenta os resultados através de uma
amostra para retirar conclusdes sobre uma determinada populagdo. No método bayesiano
pode-se representar a ferramenta através de uma distribuicdo de probabilidade, e essa dis-
tribuicao de probabilidade é obtida como um agregado de parametros, pois dependera desses

parametros para caracteriza-la por completo.

3.2 Inferéncia classica

Na inferéncia classica estima-se através da amostra, ou melhor, funcao de verossimilhanca.
A inferéncia classica é composta por duas suposicdes: a primeira é que toda informacéao
necessaria encontra-se nos dados amostrais e a segunda é o processo de estimacao, a qual
garante a informacao sobre a distribuicdo limite dos estimadores. No esquema da inferéncia
classica, mostrado na Figura 2| percebe-se que a inferéncia estatistica inicia com o modelo ex-
perimental, depois retira uma amostra para comecgar o processo de avaliacdo, posteriormente
passa por um raciocinio indutivo para chegar a inferéncia estatistica, veja Bickel & Doksum
(1977) e Mood et al. (1983).

Modelo
experimental

ﬂ

Dados da .| Raciocinio .| Inferéncia
amostra indutivo estatistica

Figura 2: Esquema da inferéncia classica.

3.3 Inferéncia bayesiana

Quando se estuda a inferéncia bayesiana verifica-se que existe uma diferenga fundamental

da inferéncia classica. Essa diferenca esta no fato de que na abordagem bayesiana nem toda
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informacao sobre o pardmetro vem da amostra, mais especificamente, uma parte vem do co-
nhecimento a priori sobre o pardmetro, e a outra parte da funcéo de verossimilhanca. A crenga
prévia do pesquisador é expressa por uma distribuicdo de probabilidade que é conhecida como
distribuicao a priori do parametro. Na Figura [3| verifica-se o esquema da inferéncia bayesiana,
na qual inicia com o modelo experimental para depois tomar uma amostra conjuntamente com
a distribuicdo a priori, logo em seguida aplica o teorema de Bayes para obter a distribuicdo a
posteriori e finalmente com o raciocinio dedutivo chegar a inferéncia estatistica ou a estimativa
(Box & Tido, 1973 e Paulino et al. 2003).

Modelo
experimental

|

Dados da
amostra

Teorema de Distribuicao
Bayes A posteriori

Distribuicao Raciocinio : Inferéncia
a priori dedutivo estatistica

Figura 3: Esquema da inferéncia bayesiana.

3.4 Distribuicao priori conjugada utilizando o modelo normal

Nesta secao sera apresentada a distribuicdo a posterioricom a verossimilhanga e priori Nor-
mal para em seguida fazer a implementacdo do modelo de regressdo normal. Agora, supondo
que as amostras sdo tomadas de uma distribuicdo normal para a qual o valor da média 6 é
desconhecida, mas o valor da variancia 6> é conhecido, a familia de distribuicdo normal &, ela

prépria; isto €, uma familia conjugada de distribuicdes a priori, como € mostrado abaixo.

Suponha que x1,x3,...,X, ou x formam uma amostra aleatéria de uma distribuicdo normal
para a qual o valor da média 6 (6 € R) é desconhecido e o valor da variancia 6% (6> € R) é
conhecido. Suponha também que a distribuicdo a priori de © é uma distribuicdo normal com
valores dados da média u e variancia v2. Com isso, tem-se que a fungao de verossimilhanca é

dada por
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1 n
o exp{—gZ(xi—G)z}. (3.1)

Logo, tem-se que

Também, pode-se descrever da seguinte maneira:

L®) « exp{-go5ln0-97]}.

A funcdo de densidade de probabilidade a prioritem a forma
1
&(0) o< exp§ 5 (0~ u)?

por isso a fdp a posteriori segue abaixo,

00 = exp{ 0 (10— }exp{—ﬁ 0-u]

20
- {3 [0 -0+ P2
xexp{ﬂezg ) (G 2 o)l
- on -3 (2552 [z (225
« oxp [—Zi(pz(e —2911)};

nv2 + ¢2 nv2 + o2
se completar o quadrado da fungéo e depois descartar o (—nz) para enfim, encontrar a poste-

2,2 —u2 2
oV Y (o}
em que, (p2 = (—) en= (u) . Como 1 nao depende do parametro 6 pode-

riori da distribuicdo conjugada. Assim,
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E0ly) = exp [—z%pzw—n)z] . 62)

Portanto, £ ~ N(n,®?), isto &, E(6|x) =n e Var(8]x) = ¢°.

Pode-se ver que n € uma média ponderada da média u da distribuicdo a priori e da média

amostral x. Além disso, o0 peso relativo dado a x satisfaz as trés propriedades:

I. Para valores fixos de 62 e n, obtém-se maior variancia v> da distribuicéo a priori e conse-

quentemente sera dado a X um maior peso relativo.

II. Fixando valores de 6° e v, percebe-se que aumentando o tamanho n, também aumen-

tard o peso relativo que é dado a ;

II. Agora, para valores fixos de v? e n, verifica-se que aumentando a variancia 6> de cada

observacao da amostra, serd menor o peso relativo que é dado a x.

Exemplo 3.4.1 (variancia da distribuicao normal a posteriori). Dada uma distribuicao normal
com média 0, desconhecida, e a variancia igual a uma unidade com a distribuicao a priori de 0
Gaussiana, no qual a variancia € igual a 6. Imagina-se que as observacdes sdo capturadas até
que a variancia da distribui¢io a posteriori de 0 tenha reduzido a valor menor ou igual a 1%.
Logo, serd determinado o nimero de observacdes que devem ser tomadas até que o processo de
amostragem seja interrompido. Portanto, tem-se que a variancia € dada por
,  oV? 6
 nvi4o? 6en+1

Consequentemente, a relacio (p2 < 0,01 serd satisfeita se e somente se n > 99, 83, isto €, depois

que 100 observagdes forem tomadas e ndo antes disso.

No caso da distribuicdo normal com média conhecida e variancia desconhecida o desen-
volvimento serd igual ao processo que se discorreu nesta se¢ao, na qual a distribuicao a pos-
teriori € semelhante a Equacao Para a distribuicdo normal com ambos os paradmetros
desconhecidos, 1 e 62, tera que fazer dois estagios analiticos: o primeiro para o parametro de
escala (u) e o segundo para o parametro de forma (G2), as principais distribuicdes conjugadas

a priori utilizando as distribuicdes classicas encontram-se na Tabela [i]
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Tabela 1: Principais distribuicées conjugadas a priori utilizando as distribuigées classicas.

Distribuicao | Verossimilhanga Distribuicdo a priori  Distribuicdo a posteriori
Poisson Y; ~ Poisson(0) 0 ~ Gama(a,b) a=ny+a,b=n+b
Binomial Y; ~ Binomial(6,N;) 6 ~ Beta(a,b) G=nj+a,b=nN+b
Multinomial Y; ~ Multinomial(0,7r;) 6 ~ Dirichlet(6;) a=ny+o;
Binomial Negativa—BN ||  ¥; ~ BN(8,m;) 0 ~ Beta(a, b) a=nm+a,b=ny+b
Exponencial Y; ~ Exponencial(®)  ©|a~ Gama(a,b) a=n+a,b=nj+b
Gama (o conhecido) Y; ~ Gama(a, B) 0|o~ Gama(a,b) a=no+a,b=ny+b
Normal (62 conhecido) Y; ~ Normal(n,c?) |®? ~ N(u,V) _ (v tuo?
; n. M| o? ~N(u, =" e )
, [ oWV
M nv?+c?

3.5 A regressao normal multivariada com a priori normal

A densidade normal multivariada € uma generalizacao da densidade da normal univariada,
cuja a funcao foi citada na Equacao Iniciando com o expoente da densidade da normal

univariada:

(x—u)?

= ) () )

O qual, mede a distancia quadrada entre a média e o ponto observado. Agora, faz-se a generali-
t

zagao para o caso multivariado, com o vetor (x1,x3,...,X,) ou x dada por (gg— E) (Z)_l <~— E) .

Suponha que se tem uma amostra de tamanho n com o vetor Yy correspondendo a variavel

aleatéria Y, entdo tem-se a seguinte expressao:

Yu,L~N,(XB,X),eomodeloéY =XP+¢,

em que, X é a matriz de dados (n x p) conjuntamente com os valores das covariaveis, fp € o
vetor especifico de parametros (p x 1), 0 X é a matriz (n x n) positiva definida que representa
a matriz de covariancias das varidveis e o € € um vetor de variaveis aleatorias ndo observaveis

(n x 1). Em seguida, é dado 0 modelo da fungéo de verossimilhanca]T|

10 desenvolvimento, detalhado, da fungdo de verossimilhanga da distribuicdo normal multivariada encontra-se
nos livros textos do Souza (1998), Montgomery & Runger (2003) ou Bussab & Morettin (2010).
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f(ylay27"'7yn ‘ B,E,Xl],Xlz,.-.,xnp> - f(Y ’ BvZaX)

= 0 F [ Fexp |5V ~XBYE (¥ —XP)|

E comum, se utilizar a distribuicdo normal como priori nos modelos de regressao logistica e

modelo de regressao linear. Logo, sera considerado como a priori a distribuicdo normal. Entao,
Bj~ N(up;: 6[25],) para j=0,1,2,...,p. Com p parametros.

Assim, aplica-se o Teorema de Baye para encontrar a distribuicdo a posteriori através da

funcdo de verossimilhanca e priori normal para os parametros da distribuicdo de interesse.

FB1Y) < f(y|Bo.B1.B2---.Bp)f(Bo,B1,B2,- -, Bp)
2 B 2
o< exp —%(Y—Xg)tz—l(y_xﬁ)_l (BO_IUBO) +.“+<Bp /%,)

2 OB, GB,

2
o< exp —% Y —XB)z (Y —xB)+ i <B’G_—B“B’> : (3.3)
Jj=1 j

Em linhas gerais, observa-se que na seg¢édo anterior, onde n&o havia envolvimento do mo-
delo de regressao linear, obteve facilmente o resultado analitico e consequentemente chegando
a um resultado satisfatorio. Ja nessa segédo de modelo de regressdo normal com priori normal,
é diferente, verifica-se no Modelo[3.3|que a distribui¢do condicional marginal a posteriori ¢ com-
plicada de se resolver analiticamente. Por isso, sugere-se utilizar o método de Monte Carlo via
cadeia de Markov por meio dos algoritmos de Gibbs ou Metropolis-Hastings para encontrar a

distribuicao a posteriori.

20 Teorema de Bayes encontra-se nos livros do Meyer (1983), James (2006) ou Magalhaes (2006).
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4 EquacOes simultaneas

4.1 Introducao

Em geral a grande preocupagéo é apenas com modelos de uma Unica equacao, ou seja,
com modelos em que exista uma Unica variavel dependente Y e uma ou mais variaveis in-
dependentes XE] Nesses modelos, destaca-se a estimacao e/ou previsdo do valor médio de
Y condicionado a valores de X. Porém, em alguns momentos essa relagdo de mao Unica
ndo tem légica e isso ocorre quando Y é determinado pelas variaveis independentes, entdo
existe uma relagdo de mao dupla, ou simultdnea, entre Y e alguns X’s, em que se torna a
distincdo entre variaveis independentes e dependentes de valor muito duvidoso. Logo, € inte-
ressante fazer um agrupamento de variaveis que possa ser determinada simultaneamente pelo
conjunto oposto dessas variaveis, onde € denominado de modelos de equagdes simultaneas,
veja Madalla (1992), Greene (1997) e Baltagi (2005,2008).

No contexto de regressao, constantemente se utiliza uma especificacao linear, mas devido
ao problema de simultaneidade que existe entre as duas variaveis dependentes aplica-se esta
técnica de equagdes simultaneas pelo método de MQ2E, método aplicado por Nieswiadomy &
Molina (1988, 1991), Barbosa (1983), Braga & Gomes (2008). Enfim, tem-se que a interligagao
das variaveis dependentes é pelo fato da correlagao entre o erro aleatério e a primeira variavel

dependente, causando um grande viés.

Exemplo 4.1.1. Considerando o estudo do mercado de madeira em tora para producdo de

celulose no Brasil, os seguintes modelos conceituais sdo:

Y=XB+e.

"No contexto dos modelos de equacdes simultaneas, as variaveis conjuntamente enddgenas sao denominadas
variaveis dependentes e as variaveis exdgenas sdo chamadas de ndo estocasticas ou independentes.
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oo Bo
D 1 P C VE o
Onde, ¥ — Q;O Cx— ; ; | g 1 B o e | M|
( 1 P IBNDES, PRO, o P U,
| o3 P3|

Em que, QtD = quantidade demandada;
QY = quantidade ofertada;
P; = preco de madeira em tora para producéo de celulose;
C, = capacidade instalada;
VE,; = volume de exportagao;
IBNDES; = investimento do banco nacional de desenvolvimento;
PRO; = produtividade;
t = tempo;
Uj; € Uy; = termos de erro aleatérios.

Essas variaveis respostas estocasticas deverao estar fortemente correlacionadas com os
erros aleatorios estocasticos, onde torna o método classico de MQO inaplicavel a estimativa

dos parametros das duas equacoes individualmente.

4.2 Identificacao para o modelo estrutural

Antes de saber qual a técnica de equacgdes simultaneas que ira aplicar; de minimos quadra-
dos em dois estagios, minimos quadrados indireto ou método estrutural, € necessario testar o
sistema de equagdes simultaneas a fim de observar se ele € subidentificado, superidentificado

ou exatamente identificado. Entdo, utilizar-se-4 a notagao abaixo para fazer o teste do método.

I. DM : nimero de variaveis dependentes do modelo;
II. DE : nimero de variaveis dependentes da equacao;
III. IM : nimero de variaveis predeterminadas do modelo, incluindo o intercepto;

IV. IE : nimero de variaveis predeterminadas da equacao.

Para identificar a equagéo, por meio do modelo de equacbes simultaneas, o nimero de

variaveis dependentes incluidas na equacdo menos um nao deve ser maior que o0 nimero de
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variaveis predeterminadas excluidas da equacao, ou seja,

DE —1<IM—IE.

Caso aconteca de DE — 1 < IM — IE, ela seréa superidentificada; se DE —1 =IM — IE, a

equagao esta exatamente identificada e caso DE — 1 > IM — IE a equagao sera subidentificado.

4.3 Teste de simultaneidade

Inicialmente aplica-se o teste Hausman para se determinar se existem problema de simul-
taneidade. O teste verifica se um regressor (dependente) se correlaciona com o termo de
erro. Segundo Hausman (1976), se existir, pode-se utilizar um dos métodos de equacgdes si-
multaneas, caso contrario, recorre-se a MQO. Com a presenca de simultaneidade, os métodos
de minimos quadrados em dois estagios, minimos quadrados indireto e método estrutural gera-

rao estimadores consistentes e eficientes.

Como foi citado anteriormente, esse problema surge devido a alguns dos regressores serem
dependentes e, logo, se correlaciona com o termo do erro aleatério. Por isso, € essencial o teste
de simultaneidade, onde se verifica a variavel dependente esté correlacionada com o erro. Para
verificar este caso pode-se recorrer ao teste de especificacdo de Hausman, como é discorrido

abaixo.

4.3.1 O teste de especificacao de Hausman

Para explicar o teste de especificacdo de Hausman toma-se um caso particular com uma
variavel independente e duas variaveis dependentes. Agora, suponha que X € variavel inde-

pendente. Consequentemente, P e Q sao variaveis dependentes.

Novamente, considere o caso particular. Caso ndo haja problema de simultaneidade, ou
seja, as variaveis P e Q serdo mutuamente independentes, P, e u; nao deverao ter correlagao.
Caso haja simultaneidade, P; e u; serao correlacionadas. Entao, para verificar se isto realmente

ocorre, o teste de Hausman segue o seguinte processo:

Primeiramente, obtém-se as equag¢des na forma reduzida:

P: = Ilp+ILiX;+vy,
Q = IL+II:X; +wy, (4.1)
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em que, v e w sdo os termos do erro aleatério na forma reduzida. Agora, estimando a
Equacao (4.1) por MQO, obtém-se:

P, = Mo+II,X +7,. (4.2)

Portanto,

P, = P+, (4.3)

No qual, P, sdo os P; estimados e v; sdo os residuos estimados. Fazendo a substituicdo da

Expressao (4.3) na equacao oferta, obtém-se:
Q = Bo+BiP+PBiv +ii, (4.4)
Lembrando que os parametros P; e v; terdo os mesmos coeficientes.

e As hipoteses estatisticas sao:

~» Hpy : As equacdes ndo sao simultaneas;

~» Hi : As equacdes sao simultaneas.

Fazendo o teste sob a hip6tese nula de que néo existe simultaneidade, a correlagdo entre
V; e uy; deveria ser, assintoticamente, igual a zero. Portanto, se estimar a regresséo (4.4) e
observar que esse coeficiente de v, é estatisticamente igual a zero, deve-se afirmar que nao
existe problema de simultaneidade. Caso contrario, existira problema de simultaneidade e tem-
se que recorrer aos métodos de equacgdes simultaneas. Por ultimo, descreve-se de forma geral

os dois passos do teste de Hausman.

I. Primeiro Passo: Faz-se a regressao da primeira variavel dependente P, contra a variavel

independente X; para obter os residuos v;.

II. Segundo Passo: Gera a regressao com a segunda variavel dependente Q; contra as
estimativas do primeiro modelo P; e os residuos v;, para em seguida aplicar o teste—t
ao coeficiente do residuo @E] Caso seja significativo, ndo se rejeita a hipétese nula de

simultaneidade, caso contrario, rejeita-se a hipétese nuIa

2Caso o modelo tenha mais de uma variavel dependente envolvida e queira testar a significancia conjunta em
dois ou mais coeficientes, sera aplicado o teste .

3Segundo Pindyck & Rubinfeld (2004), pode-se obter um melhor resultado se fizer a regressdo de Q; contra P,
ev.
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4.4 Método de minimos quadrados em dois estagios

No sistema de equagbes simultdneas superidentificadas ou exatamente identificadas, o
método mais adequado é o MQ2E para estimar seus parametros. Segundo Martin & Perez
(1975), tem grandes vantagens em utilizar este método, pela facilidade de implementacéo nos

softwares como a obtencao de estimadores eficientes para pequenas amostras.

O método de minimos quadrados em dois estagios consiste em duas modelagens de MQO:
a primeira modelagem faz-se com todas as variaveis independentes e a variavel dependente € a
variavel que esta sobreidentificada, em seguida estima o primeiro modelo para gerar a segunda

modelagem com a outra variavel dependente, abaixo sera discorrido de formal funcional.

I. Primeiro Estagio: Na primeira modelagem, faz-se a regressao Y}; sobre todas as varia-
veis independentes, em todo o sistema. Por exemplo, supondo que se tem duas varia-
veis independentes e duas varidaveis dependentes no modelo oferta, assim obtém-se o

seguinte modelo,
Yi; = Po+BiXi +BaXo +u, (4.5)

onde u; sdo os residuos de MQO. Pelo modelo (4.5), obtém-se:
Yii = Bo-+BiXi +BaXa,

em que Yi; é as estimativas do valor esperado de Y, condicionado as variaveis indepen-

dentes. Logo, a expressao (4.5) pode ser reescrita da seguinte forma:
Yi; = Yi+i.

II. Segundo Estagio: Agora, pode-se escrever o segundo modelo da equacgéo superidenti-

ficada de oferta do seguinte modo:
Yo = PBao+Bar(Vie+) +ux

= Boo+PBar¥i +u. Noqual, u =uy+PBaii.

4.4.1 Correcoes dos desvios padrao dos estimadores de MQ2E

Os desvios padrao ou erros padrao que se obtém no segundo estagio do procedimento
de MQ2E precisa fazer uma correcdo. Pois, se observar o modelo do segundo estagio verifica

que o 83* ¢é diferente do 832. Isto é, a primeira variancia depende das estimativas da variavel
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resposta, enquanto o outro termo depende do verdadeiro valor real da resposta, veja Gujarati
(2006) e Madalla (1992).

Através do exemplo de oferta, visto no método de MQ2E, obtém-se as seguintes expressoes

abaixo,
o Y (@) X (Yo —PBoo—BoiYie)?
Oy, = = . (4.6)
2 n—2 n—2
E,
o Y @) X (Ya—Pao— B21Y1:)?
G = S=E0 S = . . (4.7)

Depois de calculado esses valores 0 modo de corrigir os erros padrao dos coeficiente esti-
mados na regressao de minimos quadrados em dois estagios € multiplicar cada um desses co-
eficientes pela divisdo do resultado de por . Caso o R? seja muito alto (mais ou menos
acima de 0,80) na regressao do primeiro estagio, ou seja, o valor estimado esteja muito préximo
do verdadeiro valor real, o fator de correcao serd aproximadamente 1 (um), onde o pesquisador
podera permanecer com os desvios padrao do segundo estagio, sem precisar atualizar os valo-

res.

Depois de descrever as ferramentas chaves da técnica de equagdes simultaneas e o es-
timador de minimos quadrados em dois estagios sera discorrido a regressao linear com o
método de minimos quadrados ordinarios, estatistica do teste-t, coeficiente de determinagéao

e os critérios de informagdes.

4.5 Regressao linear

Uma das utilidades do modelo de regressao linear é analisar a relagdo entre uma variavel
dependente e uma ou mais variaveis explicativas Sendo assim, o objetivo principal da analise
de regressao é encontrar uma funcao linear que permita descrever e compreender a relagéo
entre uma variavel dependente e uma ou mais variaveis independentes. Na forma matricial, o

modelo é dado por:

Y=XB+e (4.8)

em que Y é o vetor de variaveis resposta (ou variavel resposta) de dimensédo 7 x 1; X é uma

matriz com as variaveis explicativas de dimensao T x k e tem pelo menos dois valores distin-

4 Também pode-se relatar variavel explicativa ao invés de descrever variavel nao estocastica ou independente.
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tos na amostra; B é o vetor de pardmetros desconhecidos com dimensao k x 1; as variaveis

aleatdrias € de dimensdo T x 1 com média zero, sdo ndo correlacionadas € possuem variancia

comum G2.

4.5.1 Método de minimos quadrados ordinarios

O método de minimos quadrados ordinarios € Util para estimar o vetor de parametro B do
modelo (4.8). O enfoque principal € a minimizagao da forma quadratica por meio da Soma de

Quadrada dos Residuos (SQR). Entao, tem-se que:

B=(X'X)"!x'y. (4.9)
O estimador (4.9) corresponde ao ponto de minimo de (4.8), pelo fato da matriz X'X

ser definida positiva. Por ultimo, tem-se que o estimador (4.9) é estatisticamente suficiente

e completol?]

4.5.2 Estatistica do teste-t

As hipéteses para testar se as variaveis x;,sendoi=1,2,.. .,k é significativo para o modelo

{ Hy: B;i=0;
H1: [3,‘750.

Usa-se a estatistica do teste (4.10) para testar se a hipoétese € ou nao significante, sob a

sao:

hipotese nula. No qual, se segue uma distribuicdo t-Student com (7 — k) graus de liberdade,
em que |t| > I(¢,7—) OU O p-valor menor que o, em que, p-valor = P(t(r—k) >1) e a.é onivel

de significancia.

i

DP(bi>

,em que DP(b;) é o desvio padrdo de b; e b; os valores estimados. (4.10)

Em algumas situagdes o pesquisador esta interessado em saber, ou melhor, testar se ha al-
guma relacao linear entre a variavel resposta e os regressores. Neste caso usa-se as seguintes

hipéteses:

5 Para maiores informacoes sobre a regressao linear, derivacdo de MQO, estatistica do teste-t, coeficiente de
determinagao e critérios de informacao, veja Montgomery & Runger (2003), Bussab & Morettin (2010) ou Casella
& Berger (2011).
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Ho: Bi=0 Vi=1,2,... .k
Hy: Bi#0 paraalgumi.

Sendo assim, pode-se utilizar a estatistica do teste ¥ dada pela expressdo |4.11] que sob
a hipétese nula, tem distribuicdo ¥ com (k — 1), (T — k) graus de liberdade. Entdo, ¥ >

Fi—a,k—1,7—k) = F, onde, F & o percentil (1 — o) da distribuicdo F|_1),(7—k))-

~ QMreg
" QMres’

F (4.11)

Em que,

k k
SOR Z(ﬁt —y)? saE Z()’t —1)?

— _ =1 _ _t=1
N (S A e e

No qual, T é igual ao nUmero de observagdes e k igual ao nUmero de variaveis.

4.5.3 Coeficiente de determinacao

O coeficiente de determinagcédo € uma medida da qualidade do ajuste através da quantidade
da variabilidade da variavel resposta y que € explicada pelo modelo de regresséao linear ajustado.
Entao, o R? é dado por:

R _ SOR

SoT
Porém, quando aumenta-se o niumero de variaveis no modelo, o R? tende a aumentar, dificul-
tando a comparagao de dois ou mais modelos. Entretanto, pode-se usar no lugar do R? o R?
ajustado que penaliza o R? pela adicdo de muitas variaveis ao modelo. O R ajustado é dado

por:

(T-1)

2 . SQE/(T —k)
k=1 (T —k

—m =1- (I—RZ), em que, SQT = (yt—yt)z.

k

~—

t=1

4.5.4 Critérios de informacao

Em algumas situagdes, na modelagem estatistica, tem-se o interesse em escolher o modelo
através da minimizacdo de algum critério de informagdo, no qual penalize a verossimilhanca.

Observa-se também que a funcdo de verossimilhanca é uma das propriedades mais sensivel a
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pequenos desvios dos pardmetros do verdadeiro valor do modelo. Portanto, Akaike (1970,1974)

e Schwarz (1978) apresentaram os métodos abaixo
AIC = —2In(verossimilhanga) +2p e  BIC = —2In(verossimilhanga) + pIn(n),

No qual, p é o nUmero de parametro mais 1 (um) e o n € o tamanho amostral. Também, pode-se
utilizar os critérios normalizados, isto é, dividi-os pelo tamanho da amostra. Entdo, tem-se que
o AIC, = AIC/n e BIC, = BIC/n. A expressdo com o menor AIC, e/ou BIC,, entre todos os

modelos ajustados, deve ser considerado como o que melhor explica as observagdes.

Por ultimo, informa-se que os critérios de informacao de Akaike (AIC) e Schwarz (BIC)
sdo estatisticas bem conhecidas e de facil implementacao e interpretacdo para selecionar os
modelos de regressao classico e bayesiano (Veja Maddala, 1992; Guijarati, 2006 e Lopes &
Salazar, 2011).
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5 Monte Carlo via cadeia de Markov

5.1 Introducao

A simulacdo de Monte Carlo surgiu em 1964 quando os matematicos Stanislaw Ulam,
Richard Feynman e John Neuman (veja Fig. [4) jogavam paciéncia e no determinado momento
surgiu a seguinte pergunta: quais sao as chances de que em um solitaire Canfield
estabelecido com 52 cartdes saia um sucesso? Eles tentaram calcular as probabilida-
des utilizando a ferramenta de analise combinatéria, porém perceberam que uma alternativa
mais dindmica seria simplesmente realizar vérias jogadas — por exemplo, dez, cem ou mil jo-

gadas — e fazer a contagem dos resultados que ocorresse.

Ulam era matematico e sabia
que as técnicas de amostragem
ndo se encaixava no problema,
pelo fato de envolver célculos ex-
tremamente demorados, fadigado
e sujeito a muitos erros. Entre-
tanto, nessa época ficou pronto

o primeiro computador eletrénico,

desenvolvido durante a segunda
guerra mundial, o ENIAC, por J.P.  Figura 4: Stanislaw Ulam, Richard Feynman e John Neuman.

Eckert e J.W. Mauchly na Universidade da Pensilvania, Estados Unidos da América. Entao,
surgiu a simulacdo de Monte Carlo e o0 nome de Monte Carlo deve-se a Nicholas Metropolis
que sugeriu aos pesquisadores, devido ao tio de Ulam que sempre visitava o Monte Carlo. A
contribuicao de Ulam foi o reconhecimento do potencial dos computadores eletrénicos para au-
tomatizar as amostragens. Assim, em 1949 eles publicaram o primeiro artigo com o algoritmo

de Monte Carlo.

Por meio do livro do Hammersley & Handscomb (1964), o método de Monte Carlo € um

método estatistico, em que utiliza simulacdes estocasticas, em varios tipos de aplicacdes como
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por exemplo a matematica, fisica, biologia e ciéncias agrarias. A partir do final do século XX
comecaram a utilizar, com frequéncia, a simulacado de Monte Carlo para obter aproximacdes
numéricas de funcdes complicadas. O método envolve a geragdo de observagdes, através de
varios experimentos de alguma distribuicdo de probabilidade e o uso da amostra obtida para

aproximar a fungao de interesse.

O método MCMC surgiu no final do século XX tendo como ideia basica a construcao de
uma cadeia de Markov com uma distribuicdo de equilibrio semelhante a de interesse, ou seja,
simular um passeio aleatério no espaco do parametro que convirja para uma distribuicao esta-
cionaria, no qual seja a distribuicdo de interesse no problema; cada situagdo, nessa cadeia,
pode-se atingir a partir de qualquer outra distribuicdo com um numero finito de iteragées. De-
pois de um grande nimero de iteragcdes, a cadeia converge para a distribuicdo de interesse e

em seguida pode ser utilizado para inferéncias estatisticas.

Existem diversas vantagens nesse método e duas delas sdo: ndo se precisa ter o conheci-
mento sobre o tipo de distribuicdo em que se pretende simular, 0 que acontece em problemas
praticos na inferéncia bayesiana; e, existem varios algoritmos para construir as cadeias de
Markov que s@o necessérios para a simulacdo, onde todos esses algoritmos tem como objetivo

principal gerar observagdes para distribuicdo de interesse.

Na estatistica computacional, um dos tépicos mais ativos € a inferéncia através de simu-
lacdo iterativa, ou seja, aplicando o método de Monte Carlo via Cadeia de Markov por meio
do amostrador de Gibbs e o algoritmo Metropolis-Hastings. Esses algoritmos, demanda um
extensivo uso de recursos computacionais utilizando a teoria de MCMC para representar a de-
pendéncia entre os parametros, por isso o amostrador de Gibbs e 0 MH faz uso do método

conhecido como MCMC, veja Sorensen (1996).

Na segunda metade do século XX, onde ja se tinha um grande avang¢o computacional,
foram desenvolvidos os algoritmos de Gibbs sample e Metropolis-Hastings. O método de Gibbs
foi o primeiro algoritmo a ser exposto para simulagédo estocéstica usando cadeias de Markov.
Geman & Geman (1984) foram os que desenvolveram o método para processamento de ima-
gens sendo apresentado pela primeira vez na area da estatistica. Contudo, o Gelfand & Smith
(1990) tiveram sucesso em mostrar para comunidade estatistica que o0 esquema desenvolvido
poderia ser usado, em diversos casos, para mostrar a distribuicdo a posteriori. O algoritmo de
Metropolis-Hastings é semelhante ao método de aceitagao e rejeigao, no qual € uma ferramenta
do método de Monte Carlo via cadeia de Markov para simular distribuicdes de probabilidades
complicadas. O método foi desenvolvido por Metropolis et al. (1953) e posteriormente gene-

ralizado por Hastings (1970). Quando o amostrador de Gibbs ndo se mostra eficiente, isto €,
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para tipos de parametros cuja a marginal ndo se caracteriza como uma distribuicao conhecida

é interessante utilizar o método de Metropolis-Hastings para obtencdo dos resultados[]

De forma geral, a diferenca do amostrador de Gibbs para o Metropolis-Hastings é que
o método Gibbs aceita todas as observagdes calculadas, enquanto o algoritmo Metropolis-
Hastings gera-se observagao a partir de uma distribuicdo proposta e esse valor é aceito ou
ndo com uma certa probabilidade de aceitacdo, ou seja, é igual ao método de aceitacao e re-
jeicao. Agora sera discorrido o algoritmos Gibbs, o algoritmo Metropolis-Hastings e os testes de
convergéncias conjuntamente com os gréaficos de estacionariedade e convergéncia, de acordo
com Gilks ef al. (1996) e Gamerman (1997).

5.2 Gibbs

No algoritmo Gibbs a cadeia sempre ira a um novo valor, ou seja, nao existe o processo
de aceitacido ou rejeicdo. As passagens de um estado para o outro do método é feito de
acordo com as distribui¢cdes condicionais completas representadas por (0;|0_;), em que 6_; =
(91,...,9,~,1,6,-+1,...,ed)’.

Os componentes do parametro 6;, em geral, podem ser uni ou multidimensional. Logo,
a distribuicdo condicional completa sera a distribuicdo da i—ésima componente do parametro
0 condicionado nas outras componentes. Sendo assim, pode-se obter por meio da seguinte

distribuicdo conjunta:

(0
TC(G,‘|9,,') = L
/ 7(8)d6;

Em algumas determinadas circunstancias a simulagédo de uma amostra de 7(6) pode levar
muito tempo tornando-o insatisfatério, complicado ou impossivel de encontrar. Porém, se forem
conhecidas as distribuicdes condicionais completas a posteriori, pode-se utilizar o algoritmo de

Gibbs pelos passos abaixo:

I. Comece o contador de iteracoes da cadeia t = 0;

o S 0 0 0)y>
II. Especifique os valores iniciais 8(°) = (65 ),Gé ), e ,6,(1 )) ;

"Referéncias complementares sobre os métodos de MCMC, veja Dey & Gelfand (1994), Chib & Greenberg
(1993), Leotti (2007), Mayrink (2006), Duarte (2011) e Farias et al. (2011).
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III. Obter um novo valor de 8) a partir de 01 através da geracao sucessiva dos seguintes
valores
o ~m (06l 0y ,....00 ")

o) ~ (ezyeg’),eg"”,...,e,(f‘”)

of ~m(0.l6}".00,....60):

’ ¥ n—1
IV. Atualize o contador de (¢) para (+ 1) e volte ao segundo passo até obter a convergéncia.

Logo, sé acontecera uma iteracdo quando completar n movimentos ao longo dos eixos das
coordenadas do parametro 6. Caso queira se aprofundar no amostrador de Gibbs pode recorrer
a Casella & Robert (1999) ou Gamerman (1997,2006).

Exemplo 5.2.1.

Dado o exemplo do livro Bayesian modeling using WinBUGS para ilustrar 0 assunto do
algoritmo de Gibbs tem-se 0 exemplo sobre a temperatura corporal (dados normal). Agora,

considera-se a distribuicao abaixo,

,LINN(‘U(),G%) e 62 NIG(aQ,b()).

Para esse modelo deve-se construir o amostrador de Gibbs com a distribuicdo condicional dada
por f(u|c*,y) e £(6°|u,y), ou seja,
2

2
> ] c G
o y~N({wy+(1—w)ug,w— |, onde, w=——"—=,
Hlo™y ( o+ JHo n) o%/n+0}

2 n 1 & 2 . .
o’ |u,y ~IG | o+ E’bo +3 Y (vi—w)* ). Maiores detalhes, veja Ntzoufras (2009).
i=1

Na Figura[5] estdo os gréficos de iteragdes e densidade do exemplo acima, onde apresenta
uma boa convergéncia sem apresentar irregularidades no processo. Em seguida, na Figura [6]
se encontra o histograma dos dados que apresenta visualmente a forma de uma distribuicao

normal centrada nas médias 98,25 e 0, 74.
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Uma das ferramentas mais poderosa do método MCMC é o algoritmo Metropolis-hastings

para simulacéo de distribuicées de probabilidade complicada. Ultimamente a comunidade es-

tatistica bayesiana tem se interessado em utilizar esse algoritmo, o qual foi desenvolvido inicial-

mente por Metropolis (1953) e em seguida Hastings (1970) fez a generalizagdo, originando o

algoritmo em Metropolis-Hastings (veja Miller, 1993; Phillips & Smith, 1994; Casella & Robert,

(1999,2010) e Casella & Berger, 2011). A técnica foi publicada para a area de fisica e quimica,
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neste meio tempo, mostrou-se bastante vantajoso para a simulacdo tornando-se um método

aplicavel na area da estatistica.

Presumi-se que a cadeia esteja no estado 6 e um novo valor 6* é gerado de uma distribuicao
sugerida Q(-|0). Observa-se que a distribuigdo sugerida pode depender do estado atual da

cadeia, por exemplo suponha que a distribuicdo sugerida seja uma normal centrada em 0.

W[HI000)
7(6) 0(6°[6)

1, caso contrario.

,1} , se m(0)Q(6*0)>0;

0(6,0%) = (5.1)

Em que mt(-) ¢ a distribuicdo de interesse.

O interessante é que basta conhecer o 1t(-) parcialmente, em outras palavras, tem-se que
a probabilidade nao se altera, a menos de uma constante. Isso é essencial em aplicagdes
bayesianas onde nao é conhecido completamente a distribuicdo de interesse na simulacgao.
Mais, a cadeia também pode ficar estavel por muitas iteracdes e na pratica costuma-se moni-

torar por meio da média, testes e graficos.
Sera descrito abaixo o algoritmo de Metropolis-Hastings, em termos praticos, através dos
seguintes passos:
I. Comece o contador de iteracoes, t = 0, e especifique o valor inicial 0(0);
II. Gere um novo valor 6* da distribuigéo Q(+|0);
III. Calcule a probabilidade de aceitagéo da expresséo (5.1) e gere uma u ~ U(0,1);

IV. Caso u < o entdo aceite o novo valor e faga plr+l) — 0*, caso contrario nao aceite e faca

V. Atualize o contador de () para (¢ + 1) e volte ao segundo passo.

A distribuicdo sugerida pode ser escolhida arbitrariamente, porém na préatica deve-se ter
alguns cuidados basicos para garantir uma boa eficiéncia do algoritmo. Nas aplicacdes a dis-
tribuicdo de interesse serd a propria posteriori, ou seja, a expressao (5.1) e a p(8|x) assumird

uma forma particular, como mostra em (5.2).

[ p(x]6) p(6%) 0(60]6") L
0(0.0 = ™" | p0xl6) p@) 0(o7fe) | S° PHIOIPOIQETO) S0

1, caso contrario.
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Sera mostrado agora, o exemplo ilustrativo da aplicagao da ferramenta Metropolis-Hastings,
fundamentado nas notas de aula de Ehlers (2003-2005) e Rossi (2011).

Exemplo 5.3.1.

Dada uma populagdo de 209 plantas dos 4 (quatro) maiores tipos de genética do mundo

(y = 24,40, 27, 118) com as seguintes probabilidades,
A 4 0 _(1-6 _[(2-96 o (1 n 0
P1 = "4 ) P2 = 4 ) pP3 = 16 P4 = 3 16/

Em que 0 é um parametro desconhecido e pertence ao intervalo 0 (zero) e 1 (um). Para todo o
0c(0,1)tem-seque p; >0,i=1,2,3,4¢€ Zlep,- = 1. Depois de observada as 209 plantas
dentre os quais y; pertencem a i-ésima genética e o vetor Y tem distribuigdo multinomial com os

parametros p;’s. Logo,

n!

p(y[6) = mlﬁl 22 P? Pff
o< (24014 (1-0)2(2—-0)". (5.3)

Gerando uma priori © ~ U (0, 1) segue que a posteriori é proporcional & equagao (5.3). Nova-
mente simulando a priori acima como proposta inicial tem-se o Q(0) = 1, para qualquer valor

do parametro 6 e a probabilidade (5.1) sera,

2+ 0 Wi4) 71 _g*\?2 /2 _9*\ 3
1].
5% (%) (5%)

Em geral, foram verificadas 209 plantas nas categorias dadas por y; = (24,40,27,118), com

p(y[6")
p(y(6)

0(6,0%) = min { ,1} =min

suas respectivas probabilidades. Também, foi gerado a cadeia de Markov com 3.500 iteragbes
do parametro 0. Os graficos das observagdes simuladas do parametro 0 (depois do descarte
das 100 primeiras observagdes) encontram-se nas Figuras [/| e Em geral, observa-se que
a cadeia € correlacionada ao longo da iteragéo e isto € devido a baixa taxa de aceitacdo pela

escolha de Q(0). Na aplicagdo obteve 29, 18% de aceitagdo das observagdes do processo.
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5.4 Analise de Convergéncia

No contexto bayesiano, um dos métodos de boa qualidade é o MCMC para resolucao de
muitos problemas praticos, mesmo assim, ainda requer uma vasta pesquisa no método MCMC
e o diagnostico de convergéncia estocastica. Logo, surgira o seguinte problema: quantas ite-
ragbes deve ter 0 processo de simulacdo MCMC para garantir que, de fato, a cadeia conver-
gird para a distribuicdo de interesse? Dificilmente responde-se a essa questdo, pois a dis-

tribuicao estacionaria sera na préatica desconhecida. Contudo, pode-se avaliar a convergéncia
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das cadeias detectando problemas que estejam fora do periodo de aquecimento.

inicialmente, faz-se uma analise de convergéncia por meio de graficos ou medidas des-
critivas dos valores simulados da distribuicAo ou quantidade de interesse. Entao, os grafi-
cos a serem feitos sdo: o do parametro 0 ao longo do processo de iteracdes, o histograma,
a densidade de Kernel e o grafico da estimativa da distribuicdo a posteriori de 0. As es-
tatisticas utilizadas sdo as descritivas como a média, mediana, desvio padrao e os quartis
(25%;50%;75%).

Os algoritmos desenvolvidos nesse artigo sdo o Gibbs e Metropolis-Hastings que sao fer-
ramentas iterativas, isto é, precisam ser verificados a convergéncia para fazer inferéncia sobre
os valores das distribuicdes marginais dos parametros que estdo sendo estudado. Sendo as-
sim, tem-se o0s testes de diagnéstico de Raftery & Lewis (1992), Geweke (1992), Heidelberg &
Welch (1983) e o de Gelman & Rubin (1992), dos 13 (treze) tipos de diagnéstico que existem
atualmente para fazer a avaliagdo de convergéncia (Veja a Tabela[2). Também, sera descrito e
mostrado os graficos de autocorrelacoes, histogramas, densidades de Kernel e os de diagnés-

tico de convergéncia.

Tabela 2: Sumario dos métodos de diagnéstico de convergéncia.

Impressdao do Quantidade de Tipo da Aplicagao

Método método cadeias distribuicao Algoritmo R

Gelman & Rubin (1992) Quantitativo Multiplas Univariada MCMC Sim
Raftery & Lewis (1992) Quantitativo Unica Univariada MCMC Sim
Geweke (1992) Quantitativo Unica Univariada MCMC Sim
Heidelberger & Welch (1983) Quantitativo Unica Univariada MCMC Sim
Roberts (1992,1994) Grafico Multiplas Conjunta Outros tipos  Nao
Ritter & Tanner (1992) Grafico Os dois tipos Conjunta MCMC-Gibbs Nao
Zellner & Min (1995) Quantitativo Unica Conjunta Outros tipos  Néo
Liu, Liu & Rubin (1992) Os dois tipos Multiplas Conjunta MCMC-Gibbs Nao
Garren & Smith (1993) Quantitativo Multiplas Univariada  MCMC-Gibbs Néao
Johnson (1994) Quantitativo Multiplas Conjunta Outros tipos  Nao
Mykland, Tierney & Yu (1995) Grafico Unica Conjunta Outros tipos  Nao
Yu (1994) Grafico Unica Conjunta Outros tipos  Nao
Yu & Mykland (1994) Grafico Unica Univariada MCMC Nao

Fonte: resultados da pesquisa (veja, Carlin & Cowles 1996).

5.4.1 Diagnéstico de Raftery & Lewis

Caso, tenha interesse em obter 0 numero de iteragdes necessarias para conseguir a con-
vergéncia, da menor distancia de uma iteracao a outra, para conseguir uma amostra indepen-
dente e também o numero de iteragdes iniciais que deve ser descartadas é interessante o diag-

néstico de Raftery & Lewis. O processo do algoritmo para obter os resultados segue abaixo:
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I. Primeiro seleciona um quantil posteriori de interesse g (0,025 quantil);

II. Selecione uma tolerancia r aceitavel para este quantil, por exemplo se r = 0,005 significa

que ira medir a 0,025 quantil tendo uma acuracia de +0,005;
ITI. Agora sera selecionado uma probabilidade s, em que deve esta no intervalo de (g-r, g+r);

IV. Por fim, executa uma amostra piloto para gerar a cadeia de Markov de comprimento mi-

nimo dado por,

Va6 1)
yo! o :

Nmin =
onde, \|/‘1 € a inversa da distribuicdo normal. Caso aconteca do fator de dependéncia ser
maior que 5 (cinco), pode-se afirmar que existe uma alta correlagédo entre coeficientes e portanto

€ interessante aumentar o tamanho da iteracao.

5.4.2 Diagnostico de Geweke

O diagnostico de Geweke é um critério para a auséncia de convergéncia. Igualmente, o
método de Geweke propde o diagndstico de convergéncia para o método de Monte Carlo via
cadeia de Markov baseado no teste de igualdade de médias da primeira (10%) e Gltima parte da
cadeia (50%), veja Geweke (1992) para obter uma descrigdo completa do método. A estatistica

de teste segue o Z-escore padrdo seguindo dos erros padrdo ajustados para autocorrelacdo.

Agora, suponha que o pesquisador esta interessado em estimar o parametro 6 por meio do
MCMC, para fazer a analise da convergéncia pode-se utilizar esse diagnéstico, no qual calcula-

se as devidas médias,

1 & 1 &

Yo e w=—Y06, (n+nm)<n (teragdes),
my =

;Lll = — JR—
ny /= ny =

em que, o i indica a posigao na cadeia, u; sera o valor da média que foi calculada utilizando
as np primeiras posi¢cdes na cadeia e 0 u serd o valor da média calculada aplicando as n»
ultimas posicdes na cadeia. Caso os valores de u; e up forem iguais descreve-se que a cadeia
convergiu, em que sera fixo o n; sobre a populacao e dividir o n, pela populacdo, e também a

populacao tendera ao infinito. Portanto,
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M—)N(O,l),

em que, os valores de s7 e s3 so estimativas das variancias, assintéticamente, das médias de

u1 e up. Logo, sera assumido convergéncia se o valor desta estatistica ficar entre -1, 96.

5.4.3 Diagnostico de Heidelberg & Welch

O terceiro tipo de diagnoéstico é o Heidelberg & Welch que testa a hip6tese nula de esta-
cionariedade da sequéncia gerada, com base na estatistica de teste Cramer-von Mises, para
aceitar ou rejeitar a hipétese nula de que a cadeia de Markov € estacionaria. Nesse diagnos-
tico, o teste sera repetido se a hipétese nula for rejeitado. Caso aconteca do teste ser rejeitado
tera que descartar 10% das observacoe e esse processo sera parado quando for descartadas
50% dos valores iniciais. Caso a hipétese nula seja rejeitada, depois do primeiro processo,
indicara um aumento no numero de iteragcdes, evento contrario, 0 numero inicial de iteraces
descartadas sera indicado como o tamanho da queimacao. Também, o critério utiliza o teste
de HalfWidth para fazer a andlise da estimativa da média, isto é, verificar se a média calculada
obteve uma boa acuracia pré-especificada. Portanto, se o resultado for positivo, a média esti-
mada estard com um erro aceitavel e podendo assim ser a média da distribuicdo de interesse.

Esse diagnéstico consiste de duas partes, sendo-as:
Primeira parte do processo:

I. Sera gerado uma cadeia de N iteracdes e defini-se um nivel de significancia «;

II. Calcular a estatistica de teste na cadeia. Em seguida, rejeita ou aceita a hipétese nula,

no qual a cadeia é ou nao estacionaria;

III. Caso a hipoétese nula seja rejeitada, os primeiros 10% da cadeia sera descartado e cal-

culado de novo a estatistica do teste;

IV. Caso a hip6tese nula seja rejeitada, rejeita-se os proximos 10% e calcula a estatistica do

teste;

V. O processo sera repetido até forem descartadas 50% das observagdes ou quando a
hipotese nula for aceita. Mais, se o teste continuar rejeitando a hipétese nula, tem-se que

aumentar o tamanho da iteracao.
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Segunda parte do processo:
I. Depois de executado a primeira etapa do diagndstico sera tomado a parte que nao foi
descartada para iniciar o teste da segunda parte;

II. Agora o teste de Halfwidth calcula a metade da largura de (1 — a)%, que é o intervalo de

credibilidade em torno do valor médio;

III. Tomando um ¢ arbitrario, verifica se a relagao entre o teste de Halfwidth e a média calcu-
lada é inferior ao €. Caso isso acontega a cadeia passa no teste, caso contrario, deve-se

aumentar o tamanho da iteragao.

5.4.4 Diagnéstico Gelman & Rubin

Segundo os fundadores, o diagnéstico de Gelman & Rubin pressupde que m cadeias serao
geradas em paralelo, iniciando diferentes valores, tendo 2n itera¢des, no qual n iteragdes serdao
descartadas chamando assim de aquecimento ou “burni-in”. Por isso, as m sequéncias rendera
m possiveis inferéncias, e logo, em seguida tem-se a convergéncia estocastica. Abaixo sera
mostrado os 5 (cinco) passos do algoritmo para cada parametro.

I. Serao executados m > 1 cadeias de 2n de comprimento;
II. Rejeitam-se os primeiros n empates em cada cadeia;
III. Seréo calculados as variancias de dentro e entre as cadeias;
IV. Calculara a variancia das estimativas do parametro de dentro e entre as cadeias;
V. Por ultimo, calculara o fator de redugao da poténcia escalar.
Entao, depois de realizado o processo do algoritmo pode-se estimar as variancias de dentro

das cadeias. Logo, tem-se a média representada por V e a variancia por S,.Z.

1
n—1

m
V==Y 5 noqual, S =
miz

n—1
=12
2. (6;-6:)".
Jj=1
Para o caso do calculo das estimativas do parametro de entre as cadeias tem-se:

m—1

n o \2 .
B:m_IZ‘i(Gi—G) , emque, 0=

1 f_
— ) 0.
iz
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Acima citou-se a variancia da cadeia e cada cadeia é baseado em n empates. Depois de
estimado a variancia entre e dentro das cadeias pode-se estimar a variancia da distribuicao de

interesse da média ponderada de V e B.
Var(0) =n~'[(n—1)V +8B]. (5.4)

Uma observacao a fazer € que devido a superdispersdo dos valores inicias esse resultado
(5.4) superestima a variancia populacional, porém é nao tendencioso se a distribuicdo a priori
for igual a distribuicdo estacionaria. Também, pode-se encontrar o fator potencial de redugéo

da escala por meio da seguinte expressao,

R=

Algumas observacoes a fazer:

I. Caso o R seja alto, maior que 1,1 ou 1,2, entao, deve-se aumentar o nimero de execugao

das cadeias para melhor obter a convergéncia;

II. Caso tenha mais de um parametro, recomenda-se calcular o fator de reducao potencial

de escala para cada parametro;

ITI. O processo sera realizado por tempo suficiente para que todos os R sejam satisfeito, isto

€, menor que 1,1 ou 1,2.

5.4.5 Grafico da densidade de Kernel

Além do diagnéstico de convergéncia é interessante fazer o gréafico da densidade a posteri-
ori utilizando o estimador de Kerne para saber se existe ou ndo convergéncia, visualmente. Da
mesma forma, através desse grafico pode-se verificar quantas observacdes devem ser descar-
tadas para trabalhar-se com os valores que estdo em torno da média, isto é, tomar a fatia da
parte que é convergente e fazer inferéncias estatisticas. Deste modo, na Figura [9] estdo os

graficos ilustrativo de iteracédo e densidade utilizando o estimador de Kernel.

Xi—X
~ h
amostral; o h € o parametro de escala e 0 K é uma fungédo de probabilidade simétrica, como por exemplo a
distribuicao normal (veja Silverman,1984-185; Hardle, 1990 e Souza, 2008).

l n
20 estimador de Kernel é dada pela seguinte fungdo EK(x) = o ZK( >; no qual o n é o tamanho
iz
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Figura 9: Grafico ilustrativo da iteracao e densidade de convergéncia.
5.4.6 Representacao da autocorrelacao

Na autocorrelagdo pode-se avaliar graficamente ou por meio do teste que calcula a fungéo
de autocorrelacdo da cadeia de Markov com defasagens “lags” de 0, 1, 5, 10, 20 e 50. Em
geral, a FAC proporciona informacao sobre a estrutura de correlagdo ao longo do tempo. Nessa
dissertacao também seréa focado o estudo de autocorrelagao graficamente, pois é possivel tirar

boa parte da concluséo a respeito da convergéncia, como mostra a Figura[10]
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Figura 10: Grafico ilustrativo de autocorrelagéo.
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5.4.7 Descricao do Histograma

O histograma é a representacao grafica de uma distribuicdo de frequéncias através de
retangulos justapostos, cujas as areas sao proporcionais as frequéncias das classes, em outra
linguagem, tem-se que dividir o intervalo de variagdo dos dados em subintervalos de compri-
mento & (na linguagem inglesa, denominado de “bins”), veja a Fig. Também, € o método
ndo-paramétrico utilizado para estimar as densidades, contudo nao é rigoroso e a aplicabilidade

€ complicada quando esta no caso multivariado, Silverman (1986).

Entao, considera-se uma variavel aleatéria discreta X, no qual x assumira alguns valores
dessa variavel, e tem-se que estimar o Hl,(x) a partir das observagoes x;, i = 1,2,...,n. Por-

tanto, o histograma é definido por

1 L
Hl,(x) = — X (os valores de xj,x2, ..., X, iguais a x).

1500
|

1000

Frequéncia

500
|

Médias

Figura 11: Grafico ilustrativo do histograma.
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6 Modelagem da producao de soja

6.1 Soja

Ha cerca de cinco mil anos os chineses tem a soja como seu principal legume doméstico.
A soja selvagem é denominada como a espécie mais antiga, que crescia nas terras baixas e
Uumidas conjuntamente com os juncos entre as proximidades dos rios e lagos da China Central.
Segundo algumas evidéncias histéricas e geograficas a soja surgiu no século XI a.C. no norte
da china, vale do rio Amarelo, que é a origem da civilizacao chinesa. A primeira citagdo sobre
a soja foi através do imperador Sheng Nung por meio do seu livro sobre a medicina, publicado

nos anos dois mil a.C.

A producao de soja iniciou-se no norte da China e depois
passou para o sul da China, Coréia, Japao e sudeste da Asia.
Contudo, devido a fraqueza da China na agricultura, a soja
chegou a Coréia e Japao entre os anos 200 a.C. e século 111

d.C. Com a chegada dos navios europeus no ocidente, entre

os século XV e XVI, surgiu a soja nas Américas. Mas, fi-
cou apenas como curiosidade botanica até o inicio do século Figura 12: Foto ilustrativa da soja.
XIX. No final do século XX a soja passou a ser cultivada comercialmente nos Estados Unidos
da América. Logo em seguida, houve um rapido crescimento na produgédo, com o desenvolvi-

mento das primeiras cultivas comerciais.

A soja surgiu no Brasil em 1882 no estado da Bahia. Em
seguida, foi para Sao Paulo por meio dos imigrantes japone-
ses e consequentemente no Rio Grande do Sul por volta de
1914, nesse estado a soja obteve um grande crescimento na
produtividade. Em 1930, ja considerava essa regiao como
produtora de soja no Brasil (veja Trucom, 2009 e Santos et
al., 1997).

Figura 13: Foto ilustrativa da soja.
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Nos primérdios da histéria da soja no Brasil, relata-se que esse alimento era direcionado
aos suinos, como complemento alimentar da dieta a base de milho, abdbora e mandioca. Ou
seja, foi como fonte de nitrogénio em adubacao verde. Por volta de 1950, o presidente investiu
no cultivo de soja e trigo, iniciando-se a dobradinha trigo-soja, quando teve uma vasta produgéo

no cultivo da soja fazendo rodizio com o trigo.

A soja € um alimento que pertence a familia das leguminosas, mesma familia do feijao,
da lentilha, da ervilha e do grao-de-bico. Além disso, o0 seu grande destaque na natureza é a
riqueza em proteinas, lipidios, fibras, sais minerais e rico em vitaminas do complexo B. A soja
€ do género Glycine da familia Papilionoideae, medindo em torno de 0,6 a 1,5 metro de altura,
sendo herbacea e anual. O legume é uma vagem achatada, curta, de cor amarelo-palha, preta

ou cinzenta, que fornece de duas a cinco sementes (vide Fig. [12 e [13).

Depois da criagdo da empresa EMBRAPA que realiza frequentemente estudos cientificos,
aliados a muitas pesquisas internacionais € a insisténcia da populacao brasileira, a soja esta
voltando ao menu do brasileiro, de forma diferente, pois a EMBRAPA desenvolveu, desde de
1987, um programa de incentivo ao consumo de soja através da elaboracao e divulgagéo de
novos conceitos e receitas em livro, site, cursos e palestras, visando a disseminacgao de técnicas

adequadas de preparo do alimento.

O segundo maior produtor mundial de soja é o Brasil seguido apenas dos Estados Unidos.
Entre os anos de 2009 e 2010, a plantagdo ocupou cerca de 23,6 milhdes de hectares, o que
totalizou uma producéao de 68,7 milhdes de toneladas e os Estados Unidos correspondeu a 91,4
milhdes de toneladas de soja de grdo. O maior estado da produgéo de soja no Brasil € o Mato

Grosso chegando a produzir 3.036 Kg/ha, enquanto o Brasil tem em média 2.941 kg/ha.!

6.2 Material do estudo

Para ilustrar a aplicagdo da técnica de equagdes simultaneas por meio do método de mi-
nimos quadrados em dois estagios no contexto classico e bayesiano, utilizou-se o banco de
dados da producéo de soja em grédo, no Brasil, dados em anos de 1994 a 2009, como mostra
as Figuras ilustrativas da producdo de soja. As variaveis estudadas foram classificadas como:
resposta (quantidade produzida e valor da producao) e explicativas (area plantada, area colhida
e produto interno bruto). As varidveis area plantada e &rea colhida foram medidas por hectares,

quantidade produzida por tonelada e as variaveis valor da produgao em reais (1.000 R$) e pro-

! Para mais detalhes sobre a produgéo de soja, veja o sitio da Empresa Brasileira de Pesquisa Agropecuéria -
EMBRAPA, vide sitio <http://www.cnpso.embrapa.br>. Também, pode consultar os artigos do Hungria et all., 2006
e Gongalvez et all., 2006.
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duto interno bruto em miIh6es As observagdes do banco de dados foram dividido por 106 para
facilitar a visualizacdo dos resultados. Para comparacio dos testes estatisticos e analise de

diagnostico de convergéncia sera adotado em todos os resultados 90% de confianca.

6.3 Analise descritiva dos dados

Nesta secao, sera analisado o comportamento das variaveis area plantada, area colhida,
quantidade produzida, valor da producao e produto interno bruto, através de algumas medidas

descritivas e graficos. A seguir, segue um sumario das variaveis envolvidas no estudo.

Tabela 3: Principais medidas descritivas das variaveis de interesse.

Variavel Sigla H Minimo Maximo  Amplitude Média Mediana Moda DP CV(%)
Area plantada AP 10,3561 23,4268 13,0706 16,5490 15,1822 12,4486 4,6361 28,0147
Area colhida AC 10,2994 22,9489 12,6494 16,4984 15,1722 12,5198 4,5939 27,8442
Quantidade produzida QP 23,1669 59,8331 36,6662 40,9660 40,0074 38,0902 13,2402 32,3199
Valor da produgéo VP 3,5388 39,0772 35,5384 17,0997 14,1061 8,1189 12,4710 72,2931
Produto interno bruto PIB 0,3092 2,7407 2,4315 1,3955 1,1959 0,7966 0,7284 52,1982

Na Tabela (3| obteve-se as principais estatisticas descritivas das variaveis em estudo e
percebe-se que as variaveis AP e AC tem valores semelhantes, consequentemente as dis-
persoes (Desvio Padrao—DP) sao parecidas. Também, a média & maior do que a mediana e
a moda de Pearson em todas as variaveis, entao, os dados estdo concentrados a esquerda da
média amostral. Do mesmo modo, tem-se o CV (Coeficiente de Variacdo de Pearson), em per-
centual, onde AP, AC e QP sdo homogéneas. Portanto, a maior concentracédo das observacdes

das variaveis AP, AC e QP estao a esquerda e préxima da média amostral.

A seguir, apresenta-se na Tabela [4 a matriz de correlagédo, dois a dois, em que todas as
variaveis sao correlacionadas positivamente. Aplicando-se o teste de correlagéo, com 90% de

confianga, verifica-se que, de fato, essas variaveis sao correlacionadas.

Tabela 4: Correlagdes entre as variaveis
| AP AC QP VP PIB

AP | 1,0000 0,9997 0,9512 0,8739 0,8989
AC . 1,0000 0,9559 10,8802 0,9040
QP . . 1,0000 0,9317 0,9486
VP . . . 1,0000 0,9097
VE . - . - 1,0000

No diagrama de disperséo, Figura verifica-se que ha uma relacéo linear entre area

plantada e area colhida, com uma inclinagao positiva forte; a variavel area colhida com QP, VP

2 O banco de dados utilizado, encontra-se disponivel no sitio do IBGE <http://www.ibge.gov.br>, IPEA
<http://www.ipea.gov.br> e no Apéndice B.



e PIB, sendo dois a dois, exibe um padrao

apresentado entre AP e AC.
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Depois, de realizado as estatisticas descritivas, a correlacao das variaveis, o teste de cor-
relacao, o gréafico de dispersao (na Fig. e o gréfico box-plot (na Fig. [15), sugere-se trabalhar
na primeira modelagem as variaveis explanatérias AC e PIB e para segunda modelagem as
estimativas do primeiro modelo como variavel independente. Em seguida, fez-se o critério de
escolha da variavel resposta QP para compor o primeiro modelo e a variavel VP para o segundo

modelo, pois a variavel VP esta sobreidentificada a variavel quantidade produzida.

6.4 Ajuste e analise do modelo: classico

Nesta sec¢do, sera escolhido o método para compor o modelo final utilizando a técnica
de equagdes simultaneas. Inicialmente, aplicou-se o0 método de minimos quadrados em dois
estagios. Em seguida, foi gerado o primeiro modelo com a variavel independente &rea colhida &
produto interno bruto e a variavel dependente quantidade da producado. Depois, que se estimou
o primeiro modelo gerou-se o segundo modelo com a variavel dependente valor da producao
e a variavel independente as estimativas do primeiro modelo, lembrando que os dois modelos

foram gerados pela técnica de minimos quadrados ordinarios.

e ModeloI: QP = o+ p;AC+B,PIB+e¢.

Tabela 5: Estimativas classicas dos parametros do primeiro modelo.

Estimativa DP Estatistica do p-valor

teste-t
Intercepto 3,6500 3,8714 0,9430 0,3630
AC 1,5517  0,4064 3,8180 0,0021
PIB 8,3953  2,5629 3,2760 0,0060

No primeiro modelo o p-valor das varidveis AC e PIB sao significantes (Tab. e 0 coe-
ficiente de determinagdo de Pearson ajustado é Fz = 0,9455. Para a segunda modelagem

estimou-se esse modelo e ajustou-se com a variavel resposta valor da produgao.

e ModeloIl: VP =By +B1QP +e.

Ja no segundo modelo o p-valor da variavel independente é significante (Tab. [6) e o coefi-
ciente de determinacao de Pearson ajustado é R = 0,8274. Depois, que foram realizadas as
estimativas do primeiro e segundo modelo de regressao de MQ2E verifica-se que realmente as
variaveis VP e QP sao simultaneas, em outras palavras, as variaveis VP e QP sdo mutuamente

dependentes. Para observar esse resultado utilizou-se o teste de Hausman. No qual, fez-se a
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Tabela 6: Estimativas classicas dos pardmetros do segundo modelo.

Estimativa DP Estatistica do p-valor
teste-t
Intercepto | —19,1079 4,4337 —4,3100 0,0007
QP 0,8838  0,1035 8,5390 6,3603- 1077

regressao do primeiro modelo, por essa regressao, obteve-se as estimativas e os valores resi-
duais. Logo, em seguida, formou-se a regresséo da QP sobre o V P estimado e os residuos (u)

para obter os seguintes resultados:

Tabela 7: Estimativas classicas dos parametros para verificagdo do teste de Hausman.

Estimativa DP Estatistica do p-valor
teste-t
Intercepto | —19,1079 4,1494 —4,6050 0,0005
QP 0,8839  0,0969 9,1240 5,1565-1077
u 0,7515  0,4350 1,7270 0,1077

Tendo em vista que a estatistica do teste-t do residuo é estatisticamente significante (vide
Tabela [7), ndo se pode rejeitar a hipdtese nula do teste de simultaneidade entre as varidveis
dependentes. Em vista disso, as variaveis quantidade produzida e valor da produgao sao si-
multaneas, isto é, mutuamente dependentes e consequentemente pode-se utilizar o MQ2E ao

invés de empregar o MQO.

6.5 Ajuste e analise de modelo: bayesiano

Apos ter ajustado o modelo de regressao classico, fez-se a aplicagdo do método de Monte
Carlo via Cadeia de Markov por meio dos algoritmos de Gibbs e Metropolis-Hastings utilizando
a técnica de MQ2E de equacgdes simultaneas. O estudo foi realizado com as prioris Normal e
Gama, como os resultado foram semelhantes, permaneceu-se com a prioriNormal de média 0,0
e desvio padrao 0,01; obtendo como precisdo uma distribuicido gama de parametros de escala
e de forma 0,1. Neste tdpico sera mostrado os resultados do método de Gibbs, e do método de

Metropolis-Hastings encontra-se no Apéndice A.

Pode-se observar na Tabela[8 o resumo da posteriori do primeiro modelo utilizando o algo-
ritmo de Gibbs com suas respectivas estimativas, desvios padrao, estatistica do teste-t e p-valor.

Diante disso, destacam-se 0s p-valores que sao significantes.
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Tabela 8: Estimativas bayesianas dos parametros do primeiro modelo.

Estimativa DP Estatistica do p-valor

teste-t
Intercepto 2,7663  3,7340 0,7409 0,4710
AC 1,6624  0,3940 4,2191 0,0008
PIB 7,7053  2,5631 3,0062 0,0094

Apbs o aguecimento (descartes dos dados iniciais que influéncia a divergéncia) foram cons-
truidos os gréficos para observar a existéncia da convergéncieﬁ Entao, analisando o histograma
verifica-se que os dados seguem aproximadamente uma distribuicdo normal (ver Figura[16); na
Figura |17| os dados estdo em torno da meédia demonstrando estacionariedade; na Figura
a densidade segue aproximadamente uma distribuicdo normal e pelo grafico das correlagdes
percebe-se que existe um caimento nos primeiros /ag’s, isto é, os dados estao estacionarios
(Fig. [36). Para complementar os resultados foram construidos os graficos de diagnéstico de
convergéncia de Geweke (Fig. [T9), da acumulada (Fig. e Gelman & Rubin (Fig. [22), no qual
verifica-se que esses graficos permaneceram no padrdo recomendado, em outras palavras, o
algoritmo obteve convergéncia. Diante desses graficos chama-se atencao para o de Gelman
& Rubin (Fig. [22), no qual esse grafico mostrou-se que do inicio ao fim da cadeia possuem

valores préximos da média mostrando que, de fato, convergiu.
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Figura 16: Histograma dos dados apés o aquecimento do método de Gibbs do IM.

3Tanto no algoritmo de Gibbs como no algoritmo de Metropolis-Hastings.
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Figura 22: Visualizacao do diagndstico de Gelman & Rubin do algoritmo de Gibbs do IM.

Depois de encontrar e avaliar as estimativas do primeiro modelo, fez-se o segundo modelo

com a variavel dependente VP e a varidvel explanatéria as estimativas do primeiro modelo.

Assim, tem-se abaixo a Tabela [9] que mostra o resumo da posteriori do segundo modelo, com

média, desvio padrao, estatistica do teste-t e o p-valor. Dentre esses resultados, destacam-se

os desvios padrao que foram semelhantes ao classico e os p-valores que sao significantes.
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Tabela 9: Estimativas bayesianas dos parametros do segundo modelo.

Estimativa DP Estatistica do p-valor
teste-t
Intercepto | —15,4159 4,4369 —3,4745 0,0037
QP 0,8007  0,1036 7,7305 2,0360-107°6

Entao, ap6s o aquecimento da segunda modelagem foram construidos os graficos para
verificar a existéncia da convergéncia. Logo, pelo histograma observa-se que os dados seguem
aproximadamente uma distribuicdo normal (ver Figura [23). Na Figura observa-se que os
dados estdo em torno da média demonstrando estacionariedade e consequentemente na Figura

[25] observa-se que os dados seguem aproximadamente uma distribuicdo normal.
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Figura 23: Histograma dos dados apés o aquecimento do método de Gibbs do ITM.

Apos os graficos “basicos” de convergéncia (Histograma e Kernel) construiram-se os gra-
ficos de escore (Geweke), acumulada, correlacdes e do diagnéstico de Gelman & Rubin, que
se encontram nas Figuras abaixo. O algoritmo de Gibbs mostrou-se convergente em todos os
casos. Isto é, as observagdes ficaram dentro do intervalo de convergéncia do diagnéstico de
Geweke, no primeiro e segundo modelo; nas correlagdes, tanto o primeiro como 0 segundo
modelo, houve um caimento exponencial na primeira defasagem; por ultimo, os graficos da acu-
mulada e de Gelman & Ruben, no qual permaneceram no padrdo adequado (a parte grafica e

numérica do algoritmo de Metropolis-Hastings se encontram no Apéndice A).



Intercepto
—
=
T
S
o
e T T T T T
0 1000 2000 3000 4000 5000
teracées
Estimativas do IM
= |
w |
=
w |
()
= _|
[

I I I I I I
a 1000 2000 3000 4000 5000

teracdes

52

Figura 24: Visualiza¢ao grafica da convergéncia das iteragdes do método de Gibbs do IIM.
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Intercepto
(] —____________X_ ___________________________________________________
i ® %
@
o il w g b *
Mo ®x % = " %
5 %
AN a4 S S e e S 4 e 4 e 4 4 e 4 4 4 e S e 4 e e S A 0
d T T T T T T
0 500 1000 1500 2000 2500
Primeira iteragdo do segmenta
Estimativas do IM
A T S 3 i 2
bt X
- X
& s * v b e X
§ N X x x
fan} * *
N = P x
= X
=
G e e e e e e e e e B e e e e e e e e e e e e e S e B e e e e e e e e S e e e e e e e e e e e e e e e S
- T T T T T T
0 500 1000 1500 2000 2500

Frimeira iteragdo do segmento

Figura 27: Diagnostico de convergéncia de Geweke do algoritmo de Gibss do 1IM.



FAC

FAC

000 0.02 004

-0.04

000 0.02 004

-0.04

Fator reduzido

54

Intercepto Intercepto & Estimativas do IM

[
]
I
|
I
|
I
|
I
|
I
|
I

e |
I
|
I
|
I

— |
I
|
I
|
I
|
I
|
I
|

s I
|
I
|
I
|
I
|
I
|
I

000 0.02 004

1

L —
H
h
1
—

=
— o 4
=
T T T T T T T T T T T T
5 10 15 20 25 30 o 5 10 15 20 25 30
Defasagens Defasagens
Estimativas do IM & Intercepto Estimativas do IM
=
o =g
=
J T gl
] ’ L
T N N N | | \ 8 L ‘ ‘ | L1 !
I I oty
7/ z [T
=
T T T T T T T T T T T T T
30 25 20 15 10 5 o a 5 10 15 20 25 30
Defasagens Defasagens

1.000 1.005 1.010 1.015

0.995

Figura 28: Grafico das correlagdes do algoritmo de Gibbs do 1IM.

&
1.000

Intercepto Estimativas do IM
— median o i: — median
fffffffffff 975% S sesmemananes  1Q75%

= i
i
it

o i 4

oo it

1.005

Fator reduzido

o
o
2
o
o
o
s
[}
T T T T T T T T T T T
1000 2000 3000 4000 5000 0 1000 2000 3000 4000 5000
Uttima iteragéo da cadeia Uttima iteragéo da cadeia

Figura 29: Visualizacao do diagnéstico de Gelman & Rubin do algoritmo de Gibbs do IIM.

Na Tabela[10] encontram-se os resultados do diagnéstico de convergéncia do método apli-

cado. Primeiramente, fez-se uma amostra piloto com 10.000 (dez mil) observagdes e por meio

do diagnostico de convergéncia de Raftery & Lewis foi sugerido uma amostra de no minimo

2.638 para obter uma convergéncia, logo optou-se por trabalhar com a amostra de tamanho

5.000 (cinco mil) com uma queimagao de tamanho 100, ou seja, descartando as cem primeiras
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observagoes, e consequentemente obteve-se o fator de dependéncia—F| menor que 5 (cinco)
nas duas modelagens. No teste de Heidelberger & Welch e Halfwidth, o algoritmo de Gibbs
passou no teste de estacionariedade. Na aplicacao do teste de Geweke observou-se que o
algoritmo, nas duas modelagens, satisfez os niveis de convergéncia, pois a estatistica do teste
ficou dentro do intervalo +1,96. Por ultimo, aplicou-se o teste de Gelman & Rubin e calculou
o fator de redugao potencial de escala para cada parametro, com 5 cadeias, e todos os rendi-
mentos foram satisfeitos, ou seja, o resultado dos parametros ficaram abaixo do recomendado.
Da mesma forma, quando é observado os gréficos na Figura[29 de Gelman & Rubin verifica-se
que a linha tracejada esta proxima da linha continua, portanto o algoritmo satisfaz o diagnéstico

de convergéncia numericamente e graficamente.

Tabela 10: Sumdario dos resultados do diagndstico de convergéncia do modelo I e I1.

Raftery & Lewis  Heidelberger & Welch Geweke Gelman & Rubin
Algoritmo Modelo (F1) valor-p Halfwidth Ponto 95%  Quantil  Entre
Gibbs I Intercepto 1,0000 0,4687 0,1076 0,9119 1,0000 1,0000 1,00
AC 1,0400 0,1423 0,0115 —0,8046 1,0000 1,0000
PIB 0,9710 0,0594 0,0743 0,7795 1,0000 1,0000
I Intercepto 1,0200 0,9270 0,1171 —0,1510 1,0000 1,0000 1,00
Estimativas do IM 1,0200 0,6920 0,0029 0,2615 1,0000 1,0000

6.6 Correcoes dos desvios padrao dos modelos classico e
bayesiano

Para finalizar a parte pratica da dissertacéao fez-se a correcao dos desvios padrao, estatis-
tica do teste-t, p-valor e calcularam-se os critérios de informacdes de AIC, e BIC,, normali-
zados dos modelos classico e bayesiano, conforme exige a técnica de MQ2E de equacgdes
simultaneas. A seguir tem-se a tabela dos valores corrigidos e o grafico dos valores observados

versus valores preditos.

Tabela 11: Estimativas classicas e bayesianas dos parametros dos modelos corrigido.

Método | Estimativa ~ DP  Estatistica do teste-t  p-valor AlCn BICh

Classico Intercepto —19,1079 4,0127 —4,7618 0,0003 6,3692 6,5141
QP 0,8838 0,0936 9,4348 1,91-1077

Bayesiano Intercepto || —15,4159 3,9966 —3,8572 0,0017 6,6153 6,7602

(Gibbs) QP 0,8007 0,0933 8,5821 5,99-1077

No modelo corrigido classico observou-se que a medida que a quantidade produzida au-

menta, o valor da producdo da soja no Brasil também aumenta, isto é, ha uma relacao direta
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entre a quantidade produzida e o valor da produgao de soja. Portanto, uma ampliacao da esti-
mativa da média da quantidade produzida em 1 (um), origina uma elevacéo de 0,8838 no valor
da producao de soja em grao. No modelo bayesiano segue a mesma analise, em que no algo-
ritmo de Gibbs ha um aumento médio de 0,8007. Na Tabela[11]encontram-se os modelos finais
estimados com os desvios padrao corrigido e os critérios de informagdes normalizado AIC,, e
BIC,,, no qual os desvios padréo e os critérios de informagdes do classico e bayesiano ficaram
semelhantes, visto que quanto menor os erros padrao e os critérios de informag¢des melhor é
o modelo. Como as estatisticas da classica e bayesiana ficaram proximas sugere-se trabalhar
com o método de Gibbs, pois é de facil implementacdo nos softwares livres (R € WinBUGS) e da
mesma forma cria uma outra alternativa de aplicacao da técnica de equacgdes simultdneas no
contexto do método de minimos quadrados em dois estagios. Por fim, tem-se abaixo o grafico

dos valores estimados versus valores preditos dos dois métodos aplicados.
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Figura 30: Graficos dos valores observados versus valores preditos de VP.
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7 Consideracoes finais

7.1 Conclusoes

No decorrer da dissertacao apresentaram-se as caracteristicas e propriedades do método
classico de equacgdes simultdneas através da estimac¢do de minimos quadrados em dois esta-
gios; em seguida o método bayesiano por meio da simulacdo de Monte Carlo via Cadeia de
Markov com os algoritmos de Gibbs e Metropolis-Hastingﬂ dentro do contexto de equagdes
simultaneas. Entao, calcularam-se as estatisticas descritivas de posicao e dispersao conjunta-
mente com as correlagdes, também aplicou-se o teste de correlagdes, com 90% de confianga,
para verificar se de fato sdo correlacionadas; depois os graficos de dispersao (Fig. e box-
plot (Fig. para observar o comportamento das variaveis em estudo com relagédo a soja em
grao, no Brasil, entre os anos de 1994 e 2009 (dados anuais). As variaveis em estudo foram
area plantada, area colhida, quantidade produzida, valor da produgéo e produto interno bruto.
Depois que foi aplicado as ferramentas acima, descartou-se inicialmente a variavel area plan-
tada, pelo fato dela ser semelhante a variavel area colhida (vide Fig. e do mesmo modo
a variavel area colhida apresenta uma melhor consisténcia e representativade para modelar a

equacao oferta-demanda nos métodos citados.

Na primeira aplicagao classica teve-se um bom ajuste na utilizagdo do método de mini-
mos quadrados em dois estagios com os respectivos modelos, em seguida aplicou-se o teste
de Hausman e concluiu-se, com 90% de confiangca, que as variaveis quantidade produzida e
valor da produgao sao mutuamente dependentes. Portanto, tem-se uma influéncia em utilizar o
método de equagdes simultaneas ao contrario de se aplicar o método de minimos quadrados

ordinarios.

Logo apoés a aplicagdo do método classico realizou-se a modelacao bayesiana através dos
métodos de Monte Carlo via cadeia de Markov, em que o primeiro método (Gibbs) obteve o
melhor ajuste com a priori Normal de média 0 (zero) e desvio padrao 0,01, tendo como precisao

uma distribuicdo Gama com parametro de forma e escala 0,1.

0s resultados desse algoritmo encontram-se no Apéndice A.
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Em linhas gerais, registra-se que o método de Monte Carlo via cadeia de Markov com o
algoritmo de Gibbs conseguiu-se bons resultados em “todos” os aspectos descritos nesta dis-
sertacdo. Por exemplo, obtiveram-se boas estimativas no modelo de equacdes simultaneas
(veja Figura[30); visualizagao gréfica das iteragdes, densidade, correlagdes, histogramas, grafi-
cos de diagndsticos e os testes de diagnéstico de Raftery & Lewis, Geweke, Heidelberg & Welch
e de Gelman & Rubin, foram significantes; também, os critérios de informagao normalizado AIC,,
e BIC,, ficaram semelhantes com a ferramenta classica. Portanto, sugere-se trabalhar o método
de Monte Carlo via cadeia de Markov através do método de Gibbs para estimar a produgao de
soja em grao. Da mesma forma, enfatiza-se que o uso desse novo método nao deve ser confun-
dido com o0 método sofisticado ou até depuracao da inferéncia estatistica, entretanto um método
eficiente na modelagem e de facil implementacao nos softwares estatisticos R & WinBUGS, pois
ja existem bibliotecas prontas para compilar o método. Vale destacar que o uso da ferramenta
MCMC é de forte uso dos estatisticos, matematicos, economistas e outros estudiosos nessa

linha de pesquisa, na qual esté se tornando um método “popular” na literatura cientifica.

7.2 Sugestoes para futuras pesquisas

Sem duvida este trabalho ndo terminou na teoria € nem na préatica. Existe uma gama de

ideias a serem aplicados na literatura, motivo pelo qual se sugere para trabalhos futuros:

% Repetir o processo utilizado nesta dissertagdo com um grupo maior de variaveis explicati-
vas e respostas de oferta e demanda; por exemplo, os artigos do Gongalvez et al. (2006),
Guedes et al. (2007) ou Braga & Gomes (2008).

% Nesse trabalho aplicou-se o método de minimos quadrados em dois estagios, entdo
podera adaptar os métodos de minimos quadrados indireto, instrumental e de minimos

quadrados em trés estagios, no contexto bayesiano;

% Utilizar o método de Monte Carlo via cadeia de Markov, na situagdo de equagdes si-

multaneas, com as prioris ndo informativa de Jeffreys, Haldane e Bayes-Laplace;

% Trabalhar o modelo /logit e probit, ou seja, categorizar a variavel resposta para utilizar o
modelo néo linear e verificar, se de fato, o algoritmo de Metropolis-Hastings é melhor que
o método de Gibbs;

% Na dissertagao aplicaram-se os diagnésticos de convergéncia para a analise da inferéncia

bayesiana via MCMC, entao pode-se fazer uma avaliagdo desses diagndéstico, isto é, veri-
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ficar se eles sao eficientes e quais 0s mais apropriados para cada situacao dos algoritmos

de Gibbs e Metropolis-Hastings;

No fim do século XX para o inicio deste século tem-se trabalhado exaustivamente o soft-
ware estatistico R, entdo, foi desenvolvido diversos pacotes dentre eles o R2WinBUGS, no
qual se realiza a simulacdo no software WinBUGS e imprime os resultados no R aplicando
o algoritmo de Gibbs dentro da simulagédo de Monte Carlo via cadeia de Markov. Por-
tanto, seria interessante desenvolver um pacote no R, nessa situacao, com o algoritmo de

Metropolis-Hastings.



60

Apéndice

A — Graficos do primeiro e segundo modelo do algoritmo de
Metropolis-Hastings

No corpo da dissertagao foi discorrido a aplicagdo do método de Monte Carlo via cadeia de
Markov por meio do algoritmo de Gibbs, pois obteve melhores resultados tanto na parte grafica
quanto na numérica. J& o Metropolis-Hastings nao obteve sucesso com a regressao e priori
normal na estimacdo da producao de soja em grao, no Brasil. Logo, sera mostrado abaixo os
graficos de convergéncia e diagnostico de convergéncia da primeira € segunda modelagem do

método de Monte Carlo via cadeia de Markov através do algoritmo de Metropolis-Hastings.
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Figura 31: Histograma dos dados apés o aquecimento do método de MH do IM.
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Figura 44: Visualizacao do diagnostico de Gelman & Rubin do algoritmo de MH do IIM.

B — Conjunto de dados

Tabela 12: Dados sobre a area plantada(hectares), area colhida (hectares), quantidade pro-
duzida (toneladas), valor da produgéo (mil) e produto interno bruto (milhées) de soja em grao
no Brasil, entre 1994 e 2009.

AP

AC

QP

VP

PIB

11.544.577
11.702.919
10.356.156
11.508.120
13.319.749
13.069.793
13.693.677
13.988.351
16.376.035
18.527.544
21.601.340
23.426.756
22.082.666
20.571.393
21.252.721
21.761.782

11.525.410
11.675.005
10.299.470
11.486.478
13.303.656
13.061.410
13.656.771
13.985.099
16.359.441
18.524.769
21.538.990
22.948.874
22.047.349
20.565.279
21.246.302
21.750.468

24.931.832
25.682.637
23.166.874
26.392.636
31.307.440
30.987.476
32.820.826
37.907.259
42.107.618
51.919.440
49.549.941
51.182.074
52.464.640
57.857.172
59.833.105
57.345.382

3.839.461
3.538.796
4.824.329
6.438.004
6.495.000
7.294.961
8.658.735
10.978.839
17.233.232
28.584.866
32.627.677
21.750.332
18.470.711
25.794.985
39.077.161
37.988.045

309.206,65
616.070,87
742.860,00
830.628,00
865.997,00
927.838,00
1.021.648,00
1.118.613,00
1.273.129,00
1.470.614,00
1.666.258,00
1.842.253,00
2.034.421,00
2.287.858,00
2.580.110,00
2.740.733,12

Fonte: IPEA e IBGE.
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